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INTISARI — Penelitian ini menyoroti pentingnya klasifikasi emosi dalam teks berbahasa Inggris, khususnya dalam konteks 

interaksi manusia di media sosial yang sering melibatkan data tidak terstruktur. Emosi memainkan peran krusial dalam 

komunikasi dan pemahaman yang lebih baik terhadap emosi ini dapat membantu dalam analisis perilaku pengguna. Tujuan 

utama dari penelitian ini yaitu untuk meningkatkan akurasi, recall, precision, dan f1-score dalam klasifikasi emosi dengan 

menerapkan pendekatan ensemble bagging yang menggabungkan algoritma naïve Bayes, logistic regression, dan k-nearest 

neighbors (KNN). Metodologi yang diterapkan mencakup pengumpulan data dari berbagai sumber, diikuti dengan 

pembersihan dan analisis data menggunakan teknik penambangan teks dan pembelajaran mesin. Data yang diperoleh 

kemudian dianalisis untuk mendeteksi emosi, seperti marah, bahagia, sedih, terkejut, malu, jijik, dan takut. Evaluasi kinerja 

dilakukan dengan membandingkan hasil metode ensemble bagging dengan algoritma individual untuk mengukur 

efektivitasnya. Hasil penelitian menunjukkan bahwa metode logistic regression mencapai akurasi tertinggi sebesar 98,76%, 

diikuti oleh naïve Bayes dan KNN. Metode ensemble ini berhasil mengatasi keterbatasan masing-masing algoritma individu 

dengan meningkatkan stabilitas dan keandalan klasifikasi secara keseluruhan. Temuan ini memberikan wawasan berharga 

tentang teknik analisis emosi berbasis teks dan menunjukkan potensi metode ensemble untuk meningkatkan akurasi 

klasifikasi. Penelitian ini juga merekomendasikan arah penelitian di masa depan untuk mengeksplorasi teknik ensemble 

tambahan dan mengoptimalkan kompleksitas model guna mencapai peningkatan kinerja analisis emosi pada berbagai dataset 

yang lebih luas. 

KATA KUNCI — Penambangan Teks, Bagging, Klasifikasi Emosi, Pembelajaran Mesin. 

I. PENDAHULUAN 

Kehidupan manusia selalu terkait erat dengan emosi. Emosi 

merupakan respons yang muncul sebagai reaksi terhadap orang 

lain atau suatu peristiwa dan berperan penting dalam aktivitas 

pada umumnya. Emosi terbagi menjadi dua jenis utama, yaitu 

emosi positif dan negatif, yang mencakup berbagai kategori, 

seperti bahagia (happy), marah (anger), takut (fear), dan sedih 

(sad). Studi tentang emosi penting dalam berbagai bidang, 

seperti psikologi, ilmu kognitif, dan analisis media sosial, 

karena emosi membantu memahami perilaku dan interaksi 

sosial manusia [1]. 

Seseorang dapat dengan mudah mengungkapkan emosinya 

secara verbal melalui tulisan di media sosial. Emosi tidak hanya 

merupakan ekspresi individual, tetapi juga pendorong bagi 

proses kognitif dan pembentukan strategi. Emosi mencakup 

berbagai jenis bahasa yang umumnya diucapkan dan dipahami 

[2]. Selain itu, emosi juga memiliki dampak signifikan terhadap 

ingatan, hubungan sosial, dan bahkan pengambilan keputusan 

[3]. 

Identifikasi emosi dapat dilakukan dengan dua cara, yaitu 

secara verbal dan nonverbal. Emosi verbal disampaikan 

melalui ucapan atau tulisan, sementara emosi nonverbal 

diekspresikan melalui bahasa tubuh, seperti ekspresi wajah, 

gerakan, dan tindakan tangan atau kaki. Tanpa ekspresi wajah 

atau variasi suara, mendeteksi emosi dalam percakapan teks 

akan menjadi lebih sulit [4]. Oleh karena itu, diperlukan metode 

khusus untuk mengidentifikasi emosi dalam dialog berbasis 

teks. Klasifikasi emosi merupakan proses pengelompokan atau 

pemetaan dokumen ke dalam kategori emosi yang telah 

ditentukan sebelumnya [5]. 

Untuk mengklasifikasikan emosi dalam teks dengan data 

yang tidak terstruktur, analisis teks perlu dilakukan 

menggunakan penambangan teks (text mining) [6]-[10]. Tujuan 

penambangan teks adalah untuk mengidentifikasi dan 

mengeksplorasi pola menarik dalam sumber data, yang terdiri 

atas sekumpulan dokumen. Pola-pola ini sering kali tidak 

ditemukan dalam catatan basis data konvensional, tetapi sangat 

relevan dalam konteks data teks yang tidak terstruktur. Dengan 

demikian, penambangan teks memainkan peran krusial dalam 

mengungkap wawasan berharga dari teks yang luas dan 

beragam [11]. 

Penambangan teks sering digunakan pada penelitian dalam 

analisis sentimen [12]-[15] dan klasifikasi dataset emosi 

berbentuk teks [16], [17]. Analisis sentimen merupakan studi 

pengolahan data terhadap perasaan, sentimen, dan emosi yang 

terungkap dalam teks [18]. Untuk menganalisis sentimen, 

terdapat berbagai algoritma yang dapat digunakan, seperti 

naïve Bayes (NB), logistic regression (LR), dan k-nearest 

neighbors (KNN) [19]. Ciri utama algoritma-algoritma ini 

adalah asumsi naif terhadap ketergantungan dari setiap kondisi 

atau kejadian yang diamati [20]-[25]. 

Beberapa penelitian sebelumnya telah banyak 

menggunakan algoritma NB, LR, dan KNN dalam klasifikasi 

[26]. Meskipun akurasi yang diperoleh dari ketiga algoritma 

tersebut cukup tinggi, masih ada ruang untuk peningkatan 

karena KNN rentan terhadap distribusi data yang tidak merata 

dan adanya outlier, NB rentan terhadap asumsi independensi 

fitur yang sering tidak realistis, dan LR cenderung mengalami 

overfitting pada dataset kecil yang mengandung derau. Semua 

faktor ini dapat memengaruhi akurasi dan generalisasi model 
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[27]. Oleh karena itu, penelitian ini berfokus pada optimasi 

ensemble bagging yang menggabungkan ketiga algoritma 

tersebut untuk meningkatkan kinerja klasifikasi. 

Penelitian tentang penambangan teks dalam klasifikasi 

emosi telah banyak melibatkan kombinasi teknik ensemble 

bagging dengan metode NB, LR, dan KNN. Dari berbagai 

penelitian ini, para peneliti mencatat tingkat akurasi yang 

bervariasi, antara 46% hingga 77%. Sebagai contoh, sebuah 

penelitian melakukan klasifikasi jenis vaksin COVID-19 

menggunakan metode KNN, yang berhasil mencapai akurasi 

sebesar 46,20% [28]. 

Selanjutnya, penelitian mengenai presepsi pengguna 

Twitter terkait kasus COVID-19 menggunakan metode LR dan 

mencapai akurasi sebesar 77% [29]. Studi lain tentang 

identifikasi emosi di Twitter menggunakan metode NB dan 

penggabungan fitur, yang menunjukkan akurasi 50,55% [30]. 

Hasil akurasi tersebut dipengaruhi oleh volume data yang besar 

dan variasi label emosi yang digunakan, termasuk tujuh kelas 

emosi, seperti marah, bahagia, sedih, takut, jijik (disgust), malu 

(shame), dan terkejut (surprise), yang digunakan dalam 

penelitian ini. 

Penelitian lain mengenai klasifikasi calon anggota 

menggunakan metode bagging berbasis NB berhasil mencapai 

nilai akurasi lebih tinggi, yakni 67,92%, dibandingkan dengan 

penggunaan algoritma NB tunggal yang hanya mencapai 

akurasi 62,26% [31]. Metode bagging menggunakan NB juga 

mencatat nilai recall atau sensitivitas sebesar 0,76, presisi 

sebesar 0,74, dan f1-score sebesar 0,75. Di sisi lain, algoritma 

NB tunggal mencatat recall sebesar 0,65, presisi sebesar 0,85, 

dan f1-score sebesar 0,74. Temuan ini menunjukkan bahwa 

penggunaan metode bagging dapat meningkatkan kinerja 

klasifikasi secara signifikan dalam konteks studi tersebut. 

Penelitian selanjutnya berfokus pada penambangan teks di 

media sosial untuk mendeteksi emosi pengguna [11]. Pengujian 

dilakukan menggunakan metode support vector machine (SVM) 

dan KNN, yang menghasilkan rata-rata nilai presisi sebesar 

0,4564 dan recall sebesar 0,502, dengan akurasi mencapai 

0,8104 untuk SVM. Sementara itu, untuk KNN diperoleh rata-

rata nilai presisi 0,3421, recall sebesar 0,4595, dan akurasi 

mencapai 0,797. Studi ini memberikan kontribusi penting 

dalam pengembangan teknik analisis emosi berbasis teks di 

platform media sosial.  

Penelitian lainnya berfokus pada perbandingan metode LR 

dan random forest dalam studi kasus klasifikasi emosi cuitan 

(tweet) [32]. Hasil dari perbandingan kedua metode 

menunjukkan bahwa LR mencapai akurasi sebesar 78,22%, 

sedangkan random forest mencapai akurasi sebesar 72,41%. 

Studi ini memberikan wawasan tentang efektivitas dan kinerja 

relatif kedua pendekatan dalam konteks pengolahan dan 

analisis teks. 

Teknik ensemble bagging (bootstrap aggregating) 

merupakan strategi optimasi yang mengintegrasikan multipel 

model pembelajaran mesin (machine learning) menjadi satu 

entitas. Dalam pendekatan ini, setiap model dilatih secara 

terpisah dan hasilnya digabungkan setelah proses pembelajaran 

individu selesai. Penelitian juga mengevaluasi peningkatan 

kinerja antara ensemble dan non-ensemble dengan 

mempertimbangkan skor akurasi, presisi, recall, dan f1-score 

sebagai metrik utama [27], [31], [33]. 

Penelitian ini bertujuan meningkatkan akurasi, recall, 

presisi, dan f1-score klasifikasi emosi menggunakan 

pendekatan ensemble bagging yang menggabungkan algoritma 

NB, LR, dan KNN. Penelitian ini mengevaluasi efektivitas 

kombinasi berbagai pendekatan tersebut dalam mengatasi 

keterbatasan penelitian sebelumnya, terutama dalam hal 

ketepatan dan keandalan prediksi. Dengan menggunakan 

metode ini, diharapkan hasil klasifikasi akan lebih akurat dan 

dapat diandalkan serta mampu memberikan solusi yang lebih 

efektif dalam analisis data yang kompleks. 

II. KLASIFIKASI EMOSI 

Pada bagian ini dibahas klasifikasi emosi, ensemble 

bagging, penambangan teks, pembelajaran mesin, NB, KNN, 

serta LR. 

A. KLASIFIKASI 

Klasifikasi adalah proses penempatan suatu objek ke dalam 

label atau kategori yang telah ditentukan, sering kali 

menggunakan model seperti peraturan klasifikasi (IF-THEN), 

pohon keputusan, formula matematika, dan jaringan saraf. 

Algoritma klasifikasi dimulai dengan membangun aturan 

klasifikasi berdasarkan data yang ada, diikuti dengan tahap 

pembelajaran yang melibatkan proses pengolahan data untuk 

meningkatkan akurasi model. Setelah itu, dilakukan tahap 

pengujian menggunakan data uji untuk mengevaluasi dan 

memvalidasi kinerja algoritma dalam memprediksi atau 

mengklasifikasikan data yang baru [34]. 

Pembelajaran dan pengelompokan adalah dua tahap dalam 

proses klasifikasi. Pada tahap pembelajaran, algoritma 

klasifikasi menganalisis data untuk membuat model. Model ini 

kemudian digunakan untuk mengelompokkan data pada tahap 

berikutnya. Proses menemukan model yang dapat 

menggambarkan dan membedakan kelas data disebut 

klasifikasi. Tujuan utamanya adalah agar model tersebut bisa 

memprediksi kelas objek yang belum diketahui [35]. 

B. EMOSI 

Emosi dapat didefinisikan sebagai kondisi yang biasanya 

dipicu oleh suatu peristiwa yang signifikan bagi seseorang. 

Emosi mencakup aspek mental, baik dari sisi keinginan 

maupun pemikiran. Desain keadaan, proses, dan model 

komputasi harus disederhanakan untuk menangani kerumitan 

emosi manusia dalam kehidupan nyata [36]. 

Tidak ada emosi positif atau negatif karena, pada 

prinsipnya, emosi adalah reaksi manusia terhadap berbagai 

situasi. Pada dasarnya, manusia yang memiliki kecerdasan 

emosi mampu mengidentifikasi, mengenali, dan menilai 

kualitas diri sebagai individu. Kecerdasan emosi adalah 

kemampuan mental untuk menilai, merancang, dan 

menyelesaikan masalah, baik yang sederhana maupun rumit, 

serta membuat keputusan yang bijaksana [37]. 

C. ENSEMBLE BAGGING 

Metaalgoritma yang dimaksudkan untuk meningkatkan 

kinerja algoritma pembelajaran mesin dikenal sebagai bagging 

atau bootstrap aggregating. Tahap pertama melibatkan 

resampling data latih untuk membuat sub-dataset dari dataset 

utama, kemudian tahap kedua melibatkan menggabungkan 

berbagai nilai prediksi menjadi satu nilai prediksi akhir. 

Dengan metode ini, variasi dan overfitting dapat dikurangi, 

sehingga menghasilkan model yang lebih stabil dan akurat [27]. 

Bagging adalah teknik yang diperkenalkan oleh Leo 

Breiman, yang bertujuan untuk mengurangi variasi dari 

variabel independen dengan menggunakan pendekatan 

kelompok. Tujuannya adalah meningkatkan ketepatan prediksi 

klasifikasi dari model tunggal berbasis pohon. Metode ini 

disebut aggregating bootstrap. Untuk membuat dataset baru, 

metode bagging dasar menggunakan sampel acak dengan 
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penggantian dari dataset asli. Dataset baru memiliki ukuran 

yang sama dengan dataset instruksi, sedangkan sampel acak 

diambil dengan pengembalian dari dataset instruksi, juga 

dikenal sebagai sample bootstrap. Berikutnya, data baru 

digunakan untuk menghasilkan pohon klasifikasi dalam 

beberapa iterasi. Hasil dari setiap iterasi digabungkan untuk 

menghasilkan prediksi akhir [38]. 

D. PENAMBANGAN TEKS 

Penambangan teks adalah proses yang memanfaatkan 

dokumen dan berbagai alat analisis untuk mendapatkan 

pemahaman yang mendalam. Penambangan teks dapat 

menggunakan data untuk mengekstrak informasi berguna, 

menemukan, dan mengklasifikasikan data teks, seperti dalam 

penelitian ini, untuk mengeksplorasi pola yang menarik [17]. 

Pada dasarnya, mekanisme kerja algoritma penambangan teks 

mirip dengan mekanisme algoritma penambangan data (data 

mining). Penambangan teks dan penambangan data berbeda 

karena penambangan teks menggunakan data yang tidak 

terstruktur, sedangkan penambangan data menggunakan data 

yang terstruktur. Kegunaan penambangan teks dapat 

membantu mengatasi masalah klasifikasi, pengklasteran 

(clustering), dan prediksi data tekstual [39].  

Penerapan algoritma penambangan teks dilakukan setelah 

data teks dimodifikasi ke dalam format yang lebih optimal. 

Metode yang sering digunakan meliputi klasifikasi untuk 

mengelompokkan teks ke dalam kategori yang sudah 

ditentukan serta ekstraksi informasi untuk menemukan dan 

mengambil data penting, seperti nama, hubungan, dan 

peristiwa. Selain itu, analisis sentimen digunakan untuk 

mengidentifikasi pandangan atau perasaan dalam teks: positif, 

negatif, atau netral. Evaluasi dan validasi dilakukan dengan 

teknik seperti presisi, recall, dan f1-score, yang digunakan 

untuk menguji kinerja model dengan data uji guna memastikan 

hasil yang akurat dan dapat dipercaya [40]. 

E. PEMBELAJARAN MESIN 

Penelitian mengenai algoritma yang mempelajari cara 

melakukan tugas-tugas spesifik yang biasanya dilakukan secara 

otomatis oleh manusia dikenal sebagai pembelajaran mesin. 

Pembelajaran adalah kemampuan menyelesaikan tugas yang 

sudah pernah dilakukan atau menarik kesimpulan dari pola 

yang sudah diamati, termasuk kemampuan memproses 

informasi baru. Fokus utama dari pembelajaran mesin adalah 

pengembangan algoritma yang memungkinkan sistem belajar 

secara otonom tanpa perlu campur tangan manusia [41]. 

Pembelajaran mesin dibagi menjadi dua konsep 

pembelajaran yang utama. Konsep pertama adalah 

pembelajaran terawasi (supervised learning), yang 

menggunakan teknik untuk membangun fungsi berdasarkan 

data latih yang ada. Beberapa contoh algoritma dari konsep 

pembelajaran terawasi adalah NB, KNN, dan LR. Kedua, 

pembelajaran tak terawasi (unsupervised learning) adalah 

teknik pembelajaran mesin yang berusaha mengidentifikasi 

pola dari data latih tanpa adanya klasifikasi pada data masukan 

tersebut. Berbeda dengan pembelajaran terawasi, teknik ini 

tidak menggunakan data yang sudah diklasifikasikan sebagai 

panduan. Salah satu contoh algoritma dalam pembelajaran tak 

terawasi adalah pengklasteran [42]. 

F. NAÏVE BAYES  

Klasifikasi Bayes adalah metode statistik yang mampu 

memproyeksikan kelas sebuah anggota dengan 

mempertimbangkan probabilitasnya. Naïve Bayes adalah 

metode klasifikasi yang mengasumsikan bahwa setiap atribut 

dalam suatu kelas tidak saling memengaruhi [34]. 

Salah satu kelebihan metode klasifikasi naïve Bayes adalah 

bahwa untuk melakukan proses klasifikasi, diperlukan data 

pelatihan terlebih dahulu. Hal ini disebabkan oleh kebutuhan 

akan data latih yang relatif sedikit untuk menghitung parameter 

rata-rata dan varians yang diperlukan dalam proses klasifikasi. 

Selama proses pelatihan, dokumen dikategorikan (data latih) 

dan kemudian diproses untuk menghasilkan pengetahuan 

berupa nilai probabilitas pada setiap kata. Proses ini 

menghasilkan sebuah kata untuk setiap dokumen yang 

mengidentifikasi ke dalam kategori tertentu. Metode naïve 

Bayes cocok digunakan dalam konteks ini karena 

kemampuannya untuk menangani klasifikasi dengan data yang 

relatif sedikit dan memberikan hasil yang dapat diandalkan 

berdasarkan probabilitas masing-masing kategori [43]. 

G. K-NEAREST NEIGHBORS (KNN) 

Metode KNN melakukan klasifikasi dengan cara 

membandingkan objek baru dengan data pelatihan yang paling 

mirip, berdasarkan nilai k [44]. Dalam pengertian lain, metode 

ini menggunakan algoritma terawasi, dengan hasil klasifikasi 

untuk objek baru ditentukan oleh mayoritas tetangga 

terdekatnya dalam himpunan pelatihan [45]. 

Kelebihan KNN yaitu tahan terhadap data pelatihan yang 

memiliki derau dan efektif di lingkungan dengan data pelatihan 

yang besar. Selain itu, KNN juga relatif sederhana untuk 

diimplementasikan dan dapat digunakan untuk masalah 

klasifikasi maupun regresi. Sementara itu, kelemahan KNN 

termasuk kewajiban untuk menentukan nilai dari parameter k, 

atau jumlah tetangga terdekat, yang dapat memengaruhi kinerja 

model. Selain itu, pendekatan berbasis jarak sering kali tidak 

jelas, yaitu mengenai jenis jarak yang paling tepat digunakan 

serta atribut yang harus dipilih untuk memberikan hasil terbaik. 

Selain itu, biaya komputasi KNN cukup tinggi karena 

memerlukan perhitungan jarak antara setiap instance baru 

dengan seluruh sampel pelatihan [46]. 

H. LOGISTIC REGRESSION  

Salah satu algoritma pembelajaran mesin untuk klasifikasi 

adalah LR, yang digunakan untuk memprediksi kemungkinan 

variabel dependen kategoris. Variabel biner yang mengandung 

data berkode 1 atau 0 disebut variabel dependen dalam analisis 

LR. Metode ini adalah teknik regresi linier umum yang 

digunakan untuk mempelajari pemetaan dari sejumlah variabel 

numerik ke variabel biner atau probabilistik. LR sering 

digunakan karena kemampuannya dalam memberikan 

interpretasi yang jelas tentang hubungan antara variabel 

independen dan variabel dependen serta dalam mengatasi 

masalah klasifikasi dengan baik [47].  

LR telah banyak digunakan dalam berbagai masalah 

analisis sentimen, seperti memprediksi hasil positif, negatif, 

atau netral [48]. LR sesuai untuk memprediksi ketika variabel 

data keluaran hanya memiliki dua nilai, yaitu biner. Namun, LR 

multinomial lebih baik digunakan untuk memprediksi data 

dengan lebih dari dua kemungkinan hasil [29]. 

Analisis LR ordinal digunakan untuk melihat hubungan 

variabel respons dan variabel prediktor. Model logistik 

digunakan untuk LR ordinal, yang memiliki skala ordinal dan 

variabel responsnya bersifat polychotomous [49]. 

LR sederhana ditunjukkan pada (1) [50], sedangkanbentuk 

umum dari LR biner berganda dituliskan pada (2). Sementara 

itu, untuk mencari probabilitas dari LR biner berganda, 

digunakan (3). 
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 𝑙𝑛 [
𝑝(𝑦=1)

1−𝑝(𝑦=1)
] = 𝛽° + 𝛽𝑥 (1) 

 𝑙𝑛 [
𝑝(𝑦=1)

1−𝑝(𝑦=1)
] = 𝛽° + 𝛽1𝑋1 + 𝛽2𝑋2 + ⋯ + 𝛽𝑘𝑋𝑘 (2) 

 𝑝(𝑦 = 1) =
𝑒𝛽°+𝛽1𝑋1+𝛽2𝑋2+⋯+𝛽𝑘𝑋𝑘

1+𝑒𝛽°+𝛽1𝑋1+𝛽2𝑋2+⋯+𝛽𝑘𝑋𝑘
. (3) 

III. METODOLOGI 

Gambar 1 merupakan alur atau tahapan model klasifikasi 

emosi menggunakan pendekatan ensemble bagging. Gambar 1 

memvisualisasikan langkah-langkah proses dari masukan data 

teks hingga hasil klasifikasi emosi. 

A. PENGUMPULAN DATA 

Pengumpulan data adalah tahap pertama dari penelitian ini. 

Data yang dikumpulkan diperoleh dari penelitian sebelumnya 

[51]. Data tersebut telah dikategorikan ke dalam tujuh kelas 

emosi, yaitu bahagia, sedih, terkejut, jijik, marah, takut, dan 

malu. Secara keseluruhan, data yang digunakan terdiri atas 

2.414 teks yang menggambarkan ketujuh emosi tersebut. 

Tabel I menampilkan distribusi jumlah dataset berdasarkan 

emosi yang diklasifikasikan [32]. Setiap baris di dalam Tabel I 

merepresentasikan satu jenis emosi yang diidentifikasi dalam 

teks, yaitu bahagia, sedih, terkejut, jijik, marah, takut, dan malu. 

Angka-angka yang tercantum menunjukkan banyaknya sampel 

data yang dikumpulkan untuk masing-masing kategori emosi. 

Hal ini penting untuk menunjukkan keseimbangan atau 

ketidakseimbangan data, yang dapat memengaruhi hasil akhir 

proses klasifikasi. 

Tabel II menampilkan sampel atau distribusi data emosi 

yang digunakan dalam penelitian. Data emosi dikategorikan ke 

dalam tujuh kelas, yaitu bahagia, sedih, marah, malu, takut, jijik, 

dan terkejut. Tabel II membantu untuk memahami proporsi 

masing-masing emosi dalam dataset yang digunakan, yang 

penting untuk analisis dan interpretasi hasil klasifikasi. 

B. PRAPEMROSESAN TEKS 

Prapemrosesan teks adalah langkah pertama setelah proses 

analisis data. Pada tahap ini, data mentah diproses dan 

disiapkan untuk digunakan dalam proses analisis selanjutnya. 

Proses pengolahan data ini meliputi berbagai teknik, seperti 

cleaning, tokenisasi, stopword removal, dan stemming. 

Langkah-langkah ini bertujuan untuk memastikan bahwa data 

dalam kondisi optimal sebelum digunakan dalam model 

pembelajaran mesin [52]. 

1)  CLEANING 

Cleaning adalah bagian penting dari prapemrosesan data 

teks, yang bertujuan untuk menghilangkan derau dan membuat 

teks lebih konsisten untuk analisis lebih mendalam. Derau 

adalah data atau informasi yang tidak relevan atau yang dapat 

mengganggu proses analisis. Pada tahap ini, atribut yang tidak 

relevan dengan data dibersihkan, seperti karakter atau simbol 

(!@#$%^&*():{}.,?~/[]), hashtag, URL, mention, dan 

emotikon [45].  

Gambar 2 mendefinisikan fungsi “clean_text” 

untuk membersihkan teks dalam sebuah DataFrame dengan 

cara mengubah semua huruf menjadi huruf kecil dan 

menghapus tanda baca serta angka menggunakan ekspresi 

biasa. Fungsi ini kemudian diterapkan ke kolom “teks” dalam 

DataFrame “df”, menghasilkan kolom baru “cleaned” berisi 

teks yang telah dibersihkan. Hasil cleaning ditampilkan dengan 

menggunakan “head” untuk mencetak lima baris pertama dari 

kolom yang telah dibersihkan. Misalnya, terdapat kalimat 

sebagai berikut: 

The ANC, while expressing delight at their decision, 

nevertheless continued to call for the dissolution of the 

tricameral parliament, which it regarded as essentially racist 

diubah menjadi: 

The ANC while expressing delight at their decision 

nevertheless continued to call for the dissolution of the 

tricameral parliament which it regarded as essentially racist. 

2)  TOKENISASI 

Proses tokenisasi adalah pembagian teks menjadi kalimat, 

kata, atau token yang memiliki fitur seperti jenis kapitalisasi, 

kehadiran angka, tanda baca, karakter khusus, dan sejenisnya. 

Pada titik ini, string masukan dipotong atau dipisahkan sesuai 

dengan kata yang menyusunnya [29]. 

Tokenisasi juga merupakan proses pemisahan kalimat 

dalam dokumen menjadi kata-kata individual dengan 

menggunakan spasi sebagai satu-satunya pemisah. Namun, 

dalam bahasa Indonesia dan banyak bahasa lainnya, ada kata-

kata yang tidak boleh dipisahkan karena pemisahan tersebut 

dapat mengubah atau bahkan menghilangkan maknanya [53], 

[54]. 

Gambar 3 menunjukkan source code untuk tokenisasi teks 

yang sudah dibersihkan dalam sebuah DataFrame 

menggunakan modul “nltk”. Jika belum tersedia, kode akan 

mengunduh paket “punkt”. Selanjutnya, fungsi “tokenize_text” 

digunakan, yang memanfaatkan “word_tokenize” untuk 

memecah teks menjadi token. Fungsi ini diterapkan ke kolom 

“cleaned” dalam DataFrame “df” untuk membuat kolom baru 

bernama “tokens”. Sebagai hasilnya, teks yang telah dipecah 

 
Gambar 1. Metode penelitian. 

TABEL I 

JUMLAH DATASET 

Kelas Jumlah 

Bahagia 479 

Sedih 575 

Terkejut 213 

Jijik 95 

Marah 483 

Takut 423 

Malu 146 

 

Pengumpulan 
Data (Emotion 

Stimulus Dataset)

Prapemrosesan Teks

- Cleaning

- Tokenisasi

- Stopwords Removal

- Stemming

Pembuatan 
Vektor (TF-IDF)

Pembagian Data

- Data Pelatihan

- Data Pengujian

Model Klasifikasi

(Naïve Bayes, Logistic Regression, dan K-NN)
dengan Ensemble Learning (Bagging)

Pengukuran 
Nilai
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menjadi kata-kata individu akan ditampilkan dalam lima baris 

pertama kolom “tokens”. Misalnya, kalimat berikut: 

The ANC while expressing delight at their decision 

nevertheless continued to call for the dissolution of the 

tricameral parliament which it regarded as essentially racist 

diubah menjadi: 

the anc while expressing delight at their decision nevertheless 

continued to call for the dissolution of the tricameral 

parliament which it regarded as essentially racist. 

3)  STOPWORD REMOVAL 

Stopword removal adalah proses menghilangkan kata-kata 

dari dokumen yang dianggap tidak bermakna, tidak 

mengandung kata emosi, atau tidak memperkuat kata emosi. 

Proses ini dilakukan dengan cara membandingkan kata-kata 

dengan kamus stopword removal yang sudah ada. Metode ini 

juga melibatkan penghapusan konjungsi atau kata berimbuhan, 

seperti “at”, “while”, atau “to”, sehingga hanya kata-kata 

penting yang tersisa. Selain itu, ada langkah untuk mengoreksi 

kata-kata dengan kesalahan ejaan dan kata-kata pendek tertentu 

agar sesuai dengan format data yang digunakan [17], [52] 

Stopword removal merupakan salah satu langkah 

prapemrosesan yang sering digunakan oleh berbagai aplikasi. 

Tujuannya adalah untuk menghilangkan kata-kata yang sering 

muncul di setiap dokumen dalam korpus. Awalnya, kata ganti 

dan awalan termasuk dalam kategori stopword. Dalam 

beberapa fungsi natural language processing (NLP) seperti 

pencarian informasi dan klasifikasi, kata-kata ini tidak 

signifikan, sehingga antara dokumen dengan lainnya sulit 

dibedakan [55].  

Gambar 4 menunjukkan cara menghilangkan stopword dari 

token dalam sebuah DataFrame menggunakan “nltk”. Daftar 

stopword dalam bahasa Inggris dimulai setelah mengimpor 

“stopwords” dari “nltk.corpus” dan mengunduh paket 

“stopwords” jika belum tersedia. Selanjutnya, fungsi 

“remove_stopwords” digunakan untuk menghapus stopword 

dari daftar token dan diterapkan ke kolom “tokens” dalam 

DataFrame “df”, yang menghasilkan kolom baru 

“tokens_no_stopwords”. Hasilnya adalah lima baris pertama 

dari kolom “tokens_no_stopwords” ditampilkan. Kolom ini 

memuat token yang telah dibersihkan dari stopword. Misalnya, 

kalimat berikut: 

the anc while expressing delight at their decision nevertheless 

continued to call for the dissolution of the tricameral 

parliament which it regarded as essentially racist 

diubah menjadi: 

anc expressing delight decision nevertheless continued call 

dissolution tricameral parliament regarded essentially racist. 

4)  STEMMING 

Dalam NLP, stemming adalah proses menghilangkan afiks 

(awalan, akhiran, atau imbuhan lainnya) dari sebuah kata untuk 

mengembalikan ke bentuk dasarnya, yang dikenal sebagai 

“stem” atau “akar kata”. Tujuannya adalah untuk memfasilitasi 

analisis teks dengan mengurangi variasi kata menjadi bentuk 

dasar yang seragam. Dengan demikian, kata-kata dapat 

dikelompokkan berdasarkan makna yang serupa atau struktur 

data teks dapat disederhanakan. Misalnya, kata-kata seperti 

“regarding” dan “regarded” akan diubah menjadi bentuk akar, 

yaitu “regard”. Algoritma stemming yang paling umum 

digunakan dalam bahasa Inggris adalah porter stemmer [1], [56] 

Gambar 5 menunjukkan proses stemming menggunakan 

algoritma porter stemmer dari nltk untuk mengubah bentuk 

dasar token teks. Langkah berikutnya adalah membuat kolom 

 

Gambar 2. Source code proses cleaning dan keluarannya. 

TABEL II 

SAMPEL DATA TEKS 

Kelas Teks 

Bahagia Lennox has always truly wanted to fight for the world 

title and was happy taking the tough route 

Sedih She was heartbroken to hear the voice of Camilla 

Terkejut I was astonished at the smallness of the area which 

these enclosed 

Jijik The cave-man got fed-up with walking 

Marah I felt a stifled anger against her 

Takut I am horrified that somebody would do such a thing 

Malu But I 'm not ashamed of my body 

 

 

Gambar 3. Source code proses tokenizer dan keluarannya. 

 
Gambar 4. Source code proses stopword removal dan keluarannya. 
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baru dalam DataFrame yang berisi teks dan token yang telah 

dikenai proses stemming serta mencetak hasilnya untuk analisis 

lebih lanjut. Misalnya, kalimat berikut: 

anc expressing delight decision nevertheless continued call 

dissolution tricameral parliament regarded essentially racist 

Diubah menjadi: 

anc express delight decis nevertheless continu call dissolut 

tricam parliament regard essenti racist 

Tabel III menyajikan gambaran secara keseluruhan tahap-

tahap prapemrosesan yang diterapkan pada teks sebelum 

dilakukan proses klasifikasi emosi. Tahapan prapemrosesan ini 

meliputi cleaning, tokenisasi, stopwords removal, dan 

stemming. Sebagai contoh, teks asli “The ANC while expressing 

delight at their decision nevertheless continued to call for the 

dissolution of the tricameral parliament which it regarded as 

essentially racist” melalui beberapa tahap hingga menjadi 

bentuk dasar token yang lebih sederhana seperti “anc express 

delight decis nevertheless continu call dissolut tricam 

parliament regard essenti racist”. Setiap tahap memiliki peran 

penting dalam mempersiapkan data agar lebih mudah diolah 

oleh algoritma pembelajaran mesin, dengan tujuan akhir 

meningkatkan akurasi dalam proses klasifikasi emosi. 

C. PEMBUATAN VEKTOR 

Pembuatan vektor (vector creation) adalah proses 

mengubah data atau entitas menjadi vektor yang dapat 

dianalisis atau diproses lebih lanjut dengan menerapkan teknik 

pembobotan term frequency-inverse document frequency (TF-

IDF) [56]. Metode TF-IDF banyak digunakan dalam pencarian 

teks (text retrieval) dan prapemrosesan teks. Teknik ini 

diterapkan pada kata-kata yang telah diekstraksi untuk 

memperoleh nilai bobotnya. Metode ini membantu dalam 

menilai pentingnya suatu kata dalam sebuah dokumen relatif 

terhadap kumpulan dokumen lainnya, sehingga mempermudah 

proses analisis dan pencarian informasi yang relevan. 

TF-IDF juga merupakan metode statistik yang digunakan 

untuk mengevaluasi tingkat pentingnya sebuah kata dalam 

sebuah dokumen. Term frequency (TF) mengukur besarnya 

frekuensi kata muncul dalam dokumen tertentu, yang 

mencerminkan pentingnya kata tersebut dalam konteks 

dokumen. Sementara itu, document frequency (DF) adalah 

ukuran yang menunjukkan frekuensi kata tersebut muncul 

dalam dokumen-dokumen koleksi, yang mengindikasikan 

tingkat keumuman kata tersebut dalam keseluruhan korpus 

dokumen tersebut. TF-IDF menggabungkan kedua ukuran ini 

untuk memberikan penilaian yang lebih akurat tentang 

kepentingan kata dalam konteks dokumen spesifik, sekaligus 

mengurangi pengaruh kata-kata umum yang sering muncul di 

banyak dokumen [57]. 

Tabel IV menunjukkan hasil distribusi nilai TF-IDF untuk 

setiap kata pada dataset emosi. TF-IDF merupakan metrik yang 

digunakan untuk mengevaluasi pentingnya suatu kata dalam 

suatu dokumen atau korpus teks. Nilai TF-IDF tinggi 

menunjukkan bahwa kata tersebut merupakan kata yang 

penting dan memiliki daya pembeda yang kuat untuk 

mengidentifikasi emosi tertentu di dalam teks. 

D. PEMBAGIAN DATASET 

Langkah berikutnya melibatkan pembagian dataset 

menjadi dua bagian, yakni data pelatihan dan data pengujian.  

1)  DATA PELATIHAN 

Data pelatihan adalah bagian dari kumpulan data yang 

digunakan untuk memprediksi atau menjalankan berbagai 

fungsi algoritma pembelajaran mesin. Selama proses pelatihan, 

sampel data pelatihan digunakan sebagai masukan. Algoritma 

kemudian mempelajari fitur-fitur tersebut untuk membangun 

model pembelajaran. Mesin yang dilatih dapat menemukan 

hubungannya sendiri melalui proses pelatihan dengan 

memberikan instruksi melalui algoritma. Data pelatihan 

berperan penting dalam mengajarkan mesin untuk mengenali 

pola-pola dalam data, sehingga model yang dihasilkan mampu 

membuat prediksi yang akurat atau melakukan tugas tertentu 

dengan efisien. Melalui iterasi dan penyesuaian parameter, 

kinerja model dapat ditingkatkan, memastikan bahwa model 

mampu menangani data baru dengan baik di masa mendatang 

[58]. 

2)  DATA PENGUJIAN 

Data pengujian merupakan bagian vital dalam evaluasi 

model pembelajaran mesin, yang digunakan untuk menguji 

prediksi yang telah dibuat setelah proses pelatihan selesai. 

Dalam proses ini, model digunakan untuk membuat prediksi 

terhadap data pengujian atau data produksi yang sebelumnya 

tidak pernah dilihat. Data pengujian ini mencakup sampel-

sampel yang merepresentasikan situasi yang dihadapi dalam 

aplikasi nyata. Evaluasi terhadap model menggunakan data 

pengujian membantu mengukur akurasi dan kinerja model serta 

mengidentifikasi kelemahan dan kekuatan yang perlu 

 
Gambar 5. Source code proses stemming dan keluarannya. 

 

TABEL III 

PRAPEMROSESAN TEKS 

Teks Prapemrosesan 

The ANC, while expressing delight at their 

decision, nevertheless continued to call for the 

dissolution of the tricameral parliament, 

which it regarded as essentially racist 

Teks 

The ANC while expressing delight at their 

decision nevertheless continued to call for the 

dissolution of the tricameral parliament which 

it regarded as essentially racist 

Cleaning 

the anc while expressing delight at their 

decision nevertheless continued to call for the 

dissolution of the tricameral parliament which 

it regarded as essentially racist 

Tokenisasi 

anc expressing delight decision nevertheless 

continued call dissolution tricameral 

parliament regarded essentially racist 

Stopword 

removal 

anc express delight decis nevertheless continu 

call dissolut tricam parliament regard essenti 

racist 

Stemming 
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diperbaiki sebelum model diterapkan secara luas. Dengan 

demikian, penggunaan data pengujian tidak hanya penting 

untuk menghindari overfitting, tetapi juga untuk memastikan 

bahwa model dapat bekerja dengan baik dalam mengatasi 

masalah yang belum pernah ditemui sebelumnya [58]. Dalam 

penelitian ini, digunakan data pelatihan sebesar 90% dan data 

pengujian sebesar 10% [32].  

Gambar 6 adalah source code pembagian dataset menjadi 

data pelatihan dan data pengujian menggunakan fungsi 

“train_test_split” dari pustaka “sklearn.model_selection”. 

Pertama, kolom “emotion” dari DataFrame “df” disimpan 

dalam variabel “y”, yang berisi label atau target untuk 

klasifikasi. Kemudian, dataset yang telah diubah menjadi fitur 

TF-IDF (“X_tfidf”) bersama dengan label “y” dibagi menjadi 

data pelatihan (90%) dan data pengujian (10%), dengan 

menggunakan “random_state=42” untuk mempertahankan 

konsistensi hasil pembagian setiap kali kode dieksekusi. 

E. PEMODELAN KLASIFIKASI 

Setelah tahapan pembagian dataset selesai, langkah 

berikutnya adalah menerapkan pemodelan klasifikasi 

kombinasi algoritma pembelajaran mesin, yakni NB, LR, dan 

KNN, dengan metode ensemble bagging. Pada penelitian ini, 

penggabungan hasil dari ketiga model dilakukan pada tahap 

pengujian. Setiap algoritma terlebih dahulu memproses data uji 

secara individual. Hasil prediksi dari masing-masing algoritma 

kemudian digabungkan melalui teknik ensemble bagging untuk 

menghasilkan prediksi akhir yang lebih stabil dan akurat. 

Secara matematis, rumus dari bagging direpresentasikan 

dengan (4). 

 𝑓𝑏𝑎𝑔 ̂ =  𝑓1 ̂(𝑋) +  𝑓2 ̂(𝑋) + ⋯ + 𝑓𝑏 ̂(𝑋). (4) 

Bagian di sebelah kiri 𝑓𝑏𝑎𝑔 ̂ adalah prediksi hasil dari ensemble 

bagging (bagged prediction) dan bagian di sebelah kanan 

𝑓𝑏 ̂(𝑋) adalah prediksi dari masing-masing pembelajar individu 

(individual learner). 

F. PENGUKURAN NILAI 

Pada tahap terakhir, dilakukan pengukuran untuk 

mengevaluasi tingkat akurasi proses klasifikasi. Hasilnya 

disajikan dalam bentuk confusion matrix yang menggambarkan 

nilai-nilai akurasi. 

Confusion matrix adalah matriks 2 × 2 yang merangkum 

semua hasil klasifikasi yang benar dan salah. Dari kombinasi 

nilai true positive (TP), false positive (FP), false negative (FN), 

dan true negative (TN), dihasilkan empat variabel pengukuran 

untuk mengevaluasi kinerja model klasifikasi. 

 𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
. (5) 

Persamaan (5) merupakan rumus akurasi, yang mengukur rasio 

prediksi benar (positif dan negatif) terhadap semua prediksi. 

 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
. (6) 

Persamaan (6) digunakan untuk menghitung presisi, yang 

mengukur tingkat ketepatan model dalam memprediksi positif 

dengan membandingkan TP terhadap semua prediksi positif 

(TP + FP). 

 𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
. (7) 

Persamaan (7) merupakan recall, yang mengukur kemampuan 

model mendeteksi semua data positif sebenarnya, yaitu rasio 

TP terhadap jumlah keseluruhan positif (TP + FN). 

 𝐹1 𝑠𝑐𝑜𝑟𝑒 =
2(𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛∙𝑅𝑒𝑐𝑎𝑙𝑙)

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
. (8) 

Persamaan (8) merupakan f1-score, yaitu rata-rata harmonik 

antara presisi dan recall, yang memberikan keseimbangan 

antara keduanya. 

IV. HASIL DAN PEMBAHASAN 

Dalam penelitian ini, proses analisis dilakukan 

menggunakan tools Google Colab. Untuk meningkatkan 

kinerja klasifikasi, penelitian ini menggunakan metode 

ensemble bagging yang digabungkan dengan ketiga algoritma 

klasifikasi, yaitu NB, KNN, dan LR. Metode ini diharapkan 

dapat menghasilkan prediksi yang lebih tepat dan tepercaya 

dibandingkan jika algoritma digunakan secara individu. 

Tabel V menunjukkan hasil evaluasi kinerja tiga algoritma 

klasifikasi yang digunakan dalam penelitian ini, yaitu NB, LR, 

dan KNN, tanpa menggunakan pendekatan ensemble bagging. 

Hasil yang disajikan mencakup nilai akurasi, f1-score, presisi, 

dan recall untuk setiap algoritma. Dari tabel, dapat dilihat 

bahwa LR memberikan kinerja terbaik dengan akurasi tertinggi 

sebesar 85,95%, diikuti oleh NB dengan akurasi 66,94% dan 

KNN dengan akurasi terendah, yaitu 52,48%. Selain itu, LR 

juga memiliki nilai presisi dan recall yang tinggi, masing-

masing sebesar 88,08% dan 85,95%. Nilai-nilai f1-score, 

presisi, dan recall ini memberikan gambaran lebih lengkap 

tentang kemampuan setiap model dalam mengklasifikasikan 

data secara akurat dan konsisten. 

Tabel VI menampilkan hasil evaluasi kinerja dari tiga 

algoritma klasifikasi yang digunakan dalam penelitian ini, yaitu 

NB, LR, dan KNN, dengan pendekatan ensemble bagging. 

Metode ensemble bagging ini bertujuan untuk meningkatkan 

akurasi prediksi dengan menggabungkan hasil dari beberapa 

model yang dilakukan pada tahap pengujian. Hasil yang 

ditunjukkan dalam Tabel VI meliputi nilai akurasi, f1-score, 

presisi, dan recall untuk masing-masing algoritma. Dari Tabel 

VI, dapat dilihat bahwa LR dengan pendekatan ensemble 

bagging mencapai akurasi tertinggi sebesar 98,76%, diikuti 

oleh KNN dan NB dengan akurasi yang lebih rendah. Nilai 

presisi, recall, dan f1-score juga ditunjukkan untuk 

memberikan gambaran menyeluruh mengenai kinerja setiap 

algoritma dalam mengklasifikasikan emosi pada teks. Nilai-

TABEL IV 

HASIL DISTRIBUSI TF-IDF 

No. Teks 
Hasil 

TF-IDF 

1. lin foh quite at being to so  0,068 

2. many of the as the wore on were to find the door 

not heard of the noon and so they had all day 

0,115 

3.  lin yuan was with proud of his and that he had 

tsu ma ‘s 

0,229 

4. even so was when we were from last 0,351 

5. you ‘re not just for lucy 0,153 

6. that to when they heard of his ‘s grim fate 0,272 

 

 

Gambar 6. Source code pembagian dataset. 
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nilai ini penting untuk memahami keandalan model dalam 

melakukan prediksi yang tepat dan konsisten. 

Gambar 7 menunjukkan kinerja algoritma NB dalam 

klasifikasi emosi pada teks berbahasa Inggris, yang diukur 

menggunakan tiga metrik utama: presisi, recall, dan f1-score. 

Pada grafik tersebut, dapat dilihat bahwa emosi “jijik” dan 

“malu” memiliki presisi tertinggi, sebesar 100%, yang 

menunjukkan bahwa model ini sangat efektif dalam 

mengidentifikasi kedua emosi tersebut dengan benar tanpa 

banyak kesalahan positif. Sementara itu, emosi “sedih” 

memiliki nilai recall tertinggi, sebesar 88%, yang 

menunjukkan bahwa model ini sangat sensitif dalam 

mendeteksi semua instance emosi “sedih” yang sebenarnya 

dalam dataset. Emosi “marah” memiliki f1-score tertinggi, 

sebesar 81%, yang merupakan kombinasi dari presisi dan recall, 

yang menandakan bahwa model ini memiliki keseimbangan 

yang baik dalam mendeteksi emosi dengan akurat dan lengkap. 

Analisis ini mengindikasikan bahwa meskipun NB efektif 

dalam beberapa kategori emosi, terdapat variasi dalam kinerja 

berdasarkan jenis emosi yang diklasifikasikan. 

Gambar 8 memperlihatkan hasil analisis kinerja algoritma 

LR dalam klasifikasi emosi pada teks berbahasa Inggris, 

menggunakan metrik presisi, recall, dan f1-score. Grafik ini 

menunjukkan bahwa emosi “jijik”, “malu”, dan “terkejut” 

memiliki presisi tertinggi, yaitu sebesar 100%, yang 

menunjukkan bahwa model LR sangat akurat dalam 

mengidentifikasi emosi-emosi ini tanpa kesalahan positif. 

Untuk recall, emosi “sedih” memiliki nilai tertinggi, sebesar 

100%, yang menunjukkan bahwa model ini mampu mendeteksi 

semua instance emosi “sedih” dalam dataset dengan sangat 

baik. Sementara itu, untuk f1-score, emosi “takut” dan “malu” 

memiliki nilai tertinggi, yaitu sebesar 97%, yang menunjukkan 

bahwa model ini memiliki keseimbangan optimal dalam presisi 

dan recall untuk kedua emosi tersebut. Secara keseluruhan, 

hasil ini menunjukkan bahwa LR adalah algoritma yang sangat 

efektif dalam klasifikasi emosi, terutama untuk emosi-emosi 

dengan nilai presisi dan recall yang tinggi. 

Gambar 9 memperlihatkan kinerja algoritma KNN dalam 

klasifikasi emosi pada teks berbahasa Inggris berdasarkan 

metrik presisi, recall, dan f1-score. Grafik ini menunjukkan 

bahwa emosi “jijik” memiliki presisi tertinggi, sebesar 100%, 

yang menunjukkan bahwa model KNN sangat baik dalam 

mengidentifikasi emosi ini dengan akurasi tinggi. Emosi 

“bahagia” dan “sedih” memiliki nilai recall tertinggi, sebesar 

95%, yang menandakan bahwa model ini sangat sensitif dan 

mampu mendeteksi hampir semua instance dari kedua emosi 

tersebut dalam dataset. Untuk f1-score, emosi “bahagia” 

memiliki nilai tertinggi, yaitu sebesar 88%, yang menunjukkan 

bahwa model ini memiliki keseimbangan yang baik antara 

presisi dan recall dalam mendeteksi emosi “bahagia”. Hasil ini 

mengindikasikan bahwa meskipun KNN memiliki kinerja yang 

baik dalam beberapa kategori emosi, ada variasi dalam 

efektivitasnya berdasarkan jenis emosi yang diklasifikasikan. 

V. KESIMPULAN 

Penelitian ini membuktikan bahwa teknik ensemble 

bagging yang menggabungkan algoritma NB, LR, dan KNN 

dapat meningkatkan kinerja dalam klasifikasi emosi pada teks 

berbahasa Inggris. Berdasarkan hasil evaluasi, metode 

TABEL V 

LAPORAN KLASIFIKASI TANPA ENSEMBLE BAGGING 

Hasil Akurasi (%) F1-Score Presisi Recall 

Naïve Bayes 66,94 64,85 71,65 66,94 

Logistic 

Regression 
85,95 83,52 88,08 85,95 

KNN 52,48 51,73 52,02 52,48 

TABEL VI 

LAPORAN KLASIFIKASI DENGAN ENSEMBLE BAGGING 

Hasil 
Akurasi 

(%) 
F1-Score Presisi Recall 

Ensemble Bagging 

Naïve Bayes 
73,55 72,03 77,11 73,55 

Ensemble Bagging 

Logistic Regression 
98,76 98,76 98,79 98,76 

Ensemble Bagging 

KNN 
82,64 81,72 83,98 82,64 

 

 
Gambar 7. Grafik jumlah presisi, recall, dan f1-score berdasarkan emosi (NB). 

 
Gambar 8. Grafik jumlah presisi, recall, dan f1-score berdasarkan emosi (LR). 

 
Gambar 9. Grafik jumlah presisi, recall, dan f1-score berdasarkan emosi (KNN). 
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ensemble bagging dengan LR memberikan akurasi tertinggi, 

sebesar 98,76%, lebih tinggi dibandingkan penggunaan NB dan 

KNN secara terpisah, yang masing-masing hanya mencapai 

akurasi 66,94% dan 52,48%. Selain itu, metode ensemble ini 

juga memberikan peningkatan signifikan pada metrik presisi, 

recall, dan f1-score dibandingkan dengan hasil dari algoritma 

individu. Hasil ini mendukung temuan dari penelitian 

sebelumnya, yang menunjukkan bahwa penggunaan bagging 

pada NB meningkatkan akurasi dari 66,94% menjadi 73,55%. 

Dengan demikian, pendekatan ensemble bagging terbukti lebih 

efektif dalam meningkatkan keandalan dan akurasi klasifikasi 

emosi, terutama pada data teks yang tidak terstruktur. 
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