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INTISARI — Sel darah putih adalah komponen penting dari sistem kekebalan tubuh yang bertugas melawan infeksi dan 

penyakit. Klasifikasi dan penghitungan sel darah putih biasanya dilakukan secara manual oleh operator berpengalaman atau 

menggunakan analisis sel darah otomatis. Metode manual tidak efisien, memakan waktu, dan membutuhkan banyak tenaga 

kerja, sedangkan mesin analisis otomatis sering kali mahal dan memiliki persyaratan tinggi untuk sampel uji. Penelitian ini 

bertujuan untuk membandingkan kinerja tiga jenis optimizer, yaitu root mean square propagation (RMSProp), stochastic 

gradient descent (SGD), dan adaptive moment estimation (Adam), dalam model klasifikasi sel darah putih menggunakan 

algoritma convolutional neural network (CNN). Dataset yang digunakan terdiri atas 12.392 citra yang mencakup empat 

kelas sel darah putih, yaitu eosinofil, neutrofil, limfosit, dan monosit. Hasil penelitian menunjukkan bahwa optimizer Adam 

memberikan kinerja terbaik dengan akurasi pelatihan mencapai 98,65% dan akurasi evaluasi sebesar 97,73%. Adam juga 

unggul dalam metrik lainnya, seperti recall (97,43%), presisi (97,42%), F1-score (97,42%), dan spesifisitas (99,11%). Nilai 

AUC untuk setiap kelas melebihi 90%, menunjukkan kemampuan model yang sangat baik dalam membedakan data 

antarkelas. Optimizer RMSProp menghasilkan akurasi pelatihan sebesar 98,63%, sedangkan SGD menunjukkan akurasi 

pelatihan lebih rendah, yaitu 83,46%. Penelitian ini menunjukkan bahwa pemilihan optimizer yang tepat berpengaruh pada 

kinerja CNN dalam klasifikasi citra sel darah putih, sehingga dapat menjadi langkah awal untuk pengembangan sistem 

klasifikasi medis yang lebih akurat.  

KATA KUNCI — Optimizer Adam, Convolutional Neural Network, Klasifikasi Sel Darah Putih, Optimizer RMSProp, 

Optimizer SGD. 

I. PENDAHULUAN 

Sel darah putih, atau leukosit, adalah komponen penting 

dari sistem kekebalan tubuh yang bertugas melawan infeksi dan 

penyakit. Terdapat beberapa jenis sel darah putih, termasuk 

neutrofil, limfosit, monosit, eosinofil, dan basofil, yang 

masing-masing memiliki peran spesifik dalam respons imun. 

Leukosit diproduksi di sumsum tulang dan beredar di seluruh 

tubuh melalui aliran darah. Kadar dan proporsi jenis sel darah 

putih yang berbeda dalam darah dapat memberikan indikasi 

penting tentang kesehatan seseorang dan membantu dalam 

diagnosis berbagai kondisi medis [1]. Setiap sel darah putih 

memiliki karakteristik unik dalam hal warna dan bentuknya. 

Neutrofil memiliki warna merah kebiruan dan cenderung 

memiliki tiga inti sel dengan berbagai bentuknya. Basofil 

memiliki warna yang tampak seperti bintik-bintik kebiruan. 

Eosinofil menampilkan warna kemerahan dalam bintik-

bintiknya, monosit memiliki warna biru dengan inti sel yang 

berbentuk bulat panjang, sedangkan limfosit memiliki warna 

biru pucat dan tidak mampu bergerak bebas [2]. 

Klasifikasi dan penghitungan sel darah putih biasanya 

dilakukan secara tradisional oleh operator berpengalaman 

secara manual atau menggunakan analisis sel darah otomatis 

sepenuhnya. Namun, metode penghitungan manual tidak 

efisien, memakan waktu, dan membutuhkan banyak tenaga 

kerja. Selain itu, meskipun analisis sel darah otomatis telah 

digunakan untuk menganalisis sel darah putih, sering kali alat 

tersebut memiliki persyaratan yang tinggi untuk sampel uji dan 

harganya mahal, sehingga penggunaannya tidak dapat 

dilakukan secara luas di fasilitas layanan kesehatan atau rumah 

sakit di kota [3]. Akan tetapi, perkembangan teknologi saat ini 

dapat digunakan untuk mempermudah klasifikasi citra sel 

darah putih, salah satunya adalah melalui deep learning. Deep 

learning merupakan bagian dari pembelajaran mesin yang 

melibatkan penggunaan jaringan saraf tiruan yang terdiri atas 

berbagai lapisan. Jaringan saraf dalam deep learning dapat 

memiliki banyak lapisan, sehingga memungkinkan 

dilakukannya ekstraksi fitur kompleks dari data yang diberikan. 

Hal ini membuat deep learning dapat diterapkan dalam 

berbagai aplikasi, termasuk dalam analisis citra medis seperti 

klasifikasi sel darah putih [4].  

Salah satu algoritma dalam deep learning adalah 

convolutional neural network (CNN). CNN bekerja dengan 

menggunakan lapisan konvolusi untuk mengekstraksi fitur-

fitur penting dari citra, seperti tepi, tekstur, dan pola. Lapisan-

lapisan ini kemudian menggabungkan fitur-fitur tersebut untuk 

mengurangi dimensi data, sehingga memungkinkan jaringan 

untuk mengidentifikasi pola-pola yang lebih kompleks dan 

mengklasifikasikan citra ke dalam kategori yang berbeda. 

Selain lapisan konvolusi, CNN juga terdiri atas lapisan pooling 

dan fully connected. Lapisan pooling berfungsi untuk 

mengurangi ukuran representasi dan mengontrol overfitting 

dengan melakukan operasi seperti max-pooling atau average-

pooling. Sementara itu, lapisan fully connected berperan dalam 

membuat keputusan akhir dengan menggabungkan semua fitur 

yang diekstraksi untuk memberikan hasil klasifikasi [5]. 

Dalam penerapan algoritma CNN untuk klasifikasi citra, 

pemilihan optimizer memainkan peran penting dalam proses 

pelatihan model. Optimizer adalah algoritma yang digunakan 
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untuk mengatur pembaruan bobot dan bias model dengan 

tujuan meminimalkan fungsi loss selama proses pelatihan. 

Beberapa optimizer yang umum digunakan dalam konteks deep 

learning, yaitu stochastic gradient descent (SGD), adaptive 

moment estimation (Adam), dan root mean square propagation 

(RMSProp), memiliki pendekatan berbeda dalam menangani 

gradien selama proses pelatihan [6]. SGD bersifat sederhana 

dan ringan secara komputasi, tetapi sering kali membutuhkan 

iterasi lebih banyak untuk mencapai konvergensi. Adam dan 

RMSProp, di sisi lain, menawarkan keunggulan dalam 

kecepatan konvergensi melalui pendekatan adaptif. Penelitian 

ini bertujuan untuk membandingkan kinerja ketiga optimizer 

dalam tugas klasifikasi citra sel darah putih, yang melibatkan 

empat kelas sel darah putih, yaitu eosinofil, neutrofil, limfosit, 

dan monosit. Evaluasi dilakukan menggunakan metrik seperti 

confusion matrix dan receiver operating characteristic area 

under the curve (ROC-AUC), yang mencakup nilai akurasi, 

presisi, recall, f1-score, dan kurva ROC-AUC. Dataset yang 

digunakan dalam penelitian ini diperoleh dari website penyedia 

dataset online, yaitu Kaggle, dengan nama dataset Blood Cells 

Images, sejumlah 12.392 citra dan terdiri atas empat kelas sel 

darah putih, yaitu eosinofil, neutrofil, limfosit, dan monosit [7]. 

Dengan memahami pengaruh setiap optimizer terhadap akurasi, 

diharapkan dapat diperoleh pemahaman yang lebih baik 

mengenai optimizer yang paling cocok untuk klasifikasi sel 

darah putih. 

II. PENELITIAN TERKAIT 

Beberapa penelitian sebelumnya telah mengembangkan 

model CNN fully connected yang terdiri atas enam lapisan 

konvolusi, enam lapisan pooling, dan dua lapisan fully 

connected. Model tersebut diuji menggunakan dataset Blood 

Cell Count and Detection (BCCD) yang diperoleh dari Kaggle 

dengan total 285 citra, menghasilkan akurasi 96,84% [8]. 

Penelitian lain mengusulkan pendekatan inovatif untuk 

klasifikasi citra sel darah putih dengan menerapkan metode 

meta learning dan color constancy. Metode meta learning 

berbasis model Xception mencapai akurasi tertinggi sebesar 

96,47% dengan menggunakan dataset Raabin yang mencakup 

10.175 citra [9]. Selain itu, terdapat penelitian yang 

memanfaatkan algoritma decision tree untuk melakukan 

klasifikasi pada 167 citra sel darah putih yang diperoleh melalui 

komunikasi dengan rumah sakit, menghasilkan akurasi sebesar 

92,2% [10]. 

Penelitian lain menerapkan algoritma convolutional 

features - support vector machines (Con-SVM) untuk 

mengklasifikasikan citra sel darah putih menggunakan dataset 

sebanyak 12.442 citra yang diunduh dari Kaggle. Akurasi yang 

dihasilkan mencapai 85,96% [11]. Selanjutnya, ada penelitian 

yang menggunakan algoritma k-nearest neighbors (KNN) 

untuk mendeteksi kelainan pada sel darah putih sebagai upaya 

deteksi dini sindrom neoplasma mieloproliferatif. Dari total 

159 data uji, 150 berhasil diklasifikasikan sesuai target, 

sehingga menghasilkan akurasi 94,3% [12]. 

Terakhir, sebuah penelitian mengembangkan metode 

klasifikasi sel darah putih dengan memanfaatkan deep dilated 

residual convolutional neural network (DDRNet), yang 

menghasilkan akurasi sebesar 91,98% serta F1-score sebesar 

0,96, dengan menggunakan dataset sebanyak 16.249 citra yang 

diambil dari Kaggle [13]. 

Berdasarkan Tabel I, terlihat bahwa berbagai metode yang 

digunakan untuk klasifikasi citra sel darah putih, seperti CNN 

fully connected, meta learning, decision tree, Con-SVM, dan 

DDRNet, menunjukkan variasi dalam akurasi dan efisiensi. 

Meskipun beberapa metode berhasil menghasilkan akurasi 

tinggi, seperti CNN fully connected (96,84%) dan meta 

learning berbasis Xception (96,47%), ada tantangan yang 

mencakup kompleksitas model, sensitivitas terhadap 

perubahan kontras, serta ketidakstabilan terhadap derau dalam 

citra. Beberapa metode seperti decision tree dan Con-SVM 

menunjukkan keterbatasan dalam menangani fitur yang lebih 

kompleks dan menghasilkan akurasi yang lebih rendah. 

Kesenjangan ini menunjukkan bahwa meskipun berbagai 

metode telah dikembangkan, ada kebutuhan untuk eksplorasi 

lebih lanjut dalam hal efisiensi komputasi dan ketegaran model, 

terutama dalam konteks klasifikasi citra medis yang 

memerlukan hasil akurasi dan stabilitas yang baik. Dalam 

konteks penelitian ini, penggunaan optimizer seperti Adam, 

SGD, dan RMSProp untuk klasifikasi citra sel darah putih pada 

CNN dipilih karena setiap optimizer memiliki keunggulan 

tersendiri dalam menangani berbagai tantangan pada proses 

pelatihan model. Adam dikenal dengan kemampuannya untuk 

mempercepat proses konvergensi [14],  RMSProp menawarkan 

stabilitas pada gradien yang fluktuatif [15], sedangkan SGD 

masih sering digunakan sebagai baseline karena sederhana [16]. 

Dengan membandingkan ketiga optimizer tersebut, penelitian 

ini bertujuan untuk menemukan kombinasi terbaik yang dapat 

meningkatkan kinerja klasifikasi, baik dari segi akurasi 

maupun efisiensi komputasi. 

Pemilihan optimizer yang tepat sangat penting karena dapat 

memperbaiki beberapa kelemahan yang teridentifikasi dalam 

metode sebelumnya, seperti stabilitas model saat menghadapi 

variasi data, kecepatan konvergensi, dan kemampuan 

generalisasi model terhadap data yang berbeda-beda. Dengan 

demikian, penelitian ini berfokus pada optimalisasi CNN 

menggunakan tiga optimizer tersebut untuk mencapai 

keseimbangan antara akurasi dan efisiensi proses komputasi 

dalam klasifikasi citra sel darah putih. 

TABEL I 

ANALISIS KESENJANGAN PENELITIAN KLASIFIKASI CITRA SEL DARAH PUTIH 

Penelitian Metode Kelebihan Kekurangan 

[8] 

Fully 

connected 

CNN 

Akurasi tinggi 

(96,84%) 

Arsitektur rumit 

meningkatkan 

waktu komputasi 

dan biaya. 

[9] 

Meta 

learning 

dan color 

constancy 

Akurasi 96,47% 

dengan meta 

learning 

Rentan terhadap 

perubahan kontras 

dan variasi warna. 

[10] 
Decision 

tree 

Mudah 

diimplementasik

an, akurasi 

92,2% 

Kurang efektif 

pada data noisy 

atau fitur 

kompleks. 

[11] Con-SVM 
Meningkatkan 

generalisasi 

Akurasi rendah 

(85,96%) 

dibandingkan 

metode lain. 

[12] KNN 
Sederhana, 

akurasi 94,3% 

Sensitif terhadap 

outlier dan perlu 

pemilihan 

parameter K yang 

tepat. 

[13] 
DDRNet 

 

Akurasi tinggi 

(91,98%) dan f1-

score (0,96), 

baik untuk fitur 

kompleks 

Membutuhkan 

komputasi tinggi 

karena 

kompleksitas 

arsitektur. 
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III. METODOLOGI 

Penelitian ini mengadopsi strategi studi eksperimental 

untuk menguji model klasifikasi citra sel darah putih 

menggunakan CNN dan mengevaluasi kinerjanya. Proses ini 

mencakup perancangan langkah-langkah yang diterapkan 

selama penelitian.  

Alur penelitian diawali dengan mencari dataset citra sel 

darah putih dari sumber online, yaitu Kaggle. Dataset tersebut 

kemudian dibagi menjadi tiga bagian, yaitu data latih, data uji, 

dan data validasi. Pembagian ini dilakukan untuk memastikan 

model dapat memiliki kemampuan generalisasi yang baik 

terhadap data baru yang belum pernah dilihat sebelumnya serta 

untuk mengukur kinerja model secara akurat.  

Tahap prapemrosesan dilakukan untuk mempersiapkan 

dataset agar sesuai dengan kebutuhan model CNN. Proses ini 

meliputi penyeimbangan (balancing) dataset menggunakan 

teknik random over sampling (ROS), pengubahan ukuran 

(resizing) citra untuk memastikan konsistensi ukuran citra, 

segmentasi citra untuk memisahkan sel darah putih dari latar 

belakang, serta normalisasi nilai piksel. Normalisasi dilakukan 

untuk membuat distribusi nilai piksel menjadi lebih seragam 

dan mengurangi variasi yang tidak diinginkan dalam data. 

Pada tahap berikutnya, arsitektur model CNN dibangun dan 

dilatih menggunakan data latih serta data validasi. Model ini 

kemudian dioptimalkan dengan menggunakan tiga jenis 

optimizer, yaitu Adam, RMSProp, dan SGD. Setelah model 

dilatih dan parameter dioptimalkan, data uji digunakan untuk 

mengevaluasi kinerja akhir model. Evaluasi ini bertujuan untuk 

memberikan gambaran objektif mengenai kemampuan model 

dalam menggeneralisasi serta mengklasifikasikan data baru. 

Tahapan evaluasi dilakukan dengan menggunakan 

confusion matrix. Pada evaluasi ini, beberapa metrik digunakan 

untuk menilai kinerja model, seperti akurasi, presisi, recall, f1-

score, spesifisitas, dan ROC-AUC. Metrik ini digunakan untuk 

mengukur kemampuan model dalam memisahkan kelas positif 

dan negatif secara akurat. 

Bagian hasil dan analisis memaparkan alur hasil penelitian 

dari implementasi CNN dengan membandingkan kinerja tiga 

optimizer dalam klasifikasi citra sel darah putih. Hasil 

penelitian dari setiap tahapan proses dijelaskan untuk 

memberikan gambaran lengkap mengenai efektivitas model 

dalam tugas klasifikasi. 

A. CONVOLUTIONAL NEURAL NETWORK 

CNN merupakan algoritma yang terkenal dan sering 

digunakan dalam deep learning karena kemampuannya untuk 

secara otomatis mengidentifikasi fitur-fitur yang relevan tanpa 

pengawasan manusia. CNN telah banyak digunakan dalam 

berbagai bidang, seperti visi komputer, pemrosesan suara, dan 

pengenalan wajah. Struktur CNN terinspirasi oleh neuron 

dalam otak manusia dan hewan, menggunakan bobot bersama 

serta koneksi lokal untuk memanfaatkan struktur data masukan 

2D, seperti sinyal citra [17]. Dalam visi komputer, CNN terus 

menjadi pilihan utama untuk tugas-tugas klasifikasi citra. 

Penelitia n terbaru memperkenalkan arsitektur vision 

transformer (ViT), yang menggabungkan CNN untuk tugas 

visi komputer. Studi ini menunjukkan bahwa kombinasi CNN 

dan transformer dapat meningkatkan kinerja dalam klasifikasi 

citra [18]. 

Pengembangan arsitektur CNN telah meningkatkan akurasi 

sistem pengenalan wajah. Salah satu studi menunjukkan bahwa 

CNN efektif dalam mengatasi tantangan seperti pencahayaan, 

sudut pandang, dan ekspresi wajah, sehingga mendukung 

penerapan sistem pengenalan wajah untuk keamanan dan 

autentikasi biometrik [19]. Gambar 1 memperlihatkan contoh 

arsitektur CNN. 

Berdasarkan Gambar 1 tahap pembelajaran fitur, terdapat 

struktur yang menerima citra sebagai masukan awal dan 

melalui lapisan konvolusi serta pooling, lalu mengolahnya 

menjadi feature map numerik yang merepresentasikan citra. 

Setiap langkah dalam lapisan ini menghasilkan feature map 

yang memperkuat representasi citra sebelum diteruskan ke 

tahap klasifikasi. Pada tahap klasifikasi, terdapat sejumlah 

lapisan yang terdiri atas neuron yang terhubung sepenuhnya 

(fully connected) dengan lapisan sebelumnya. Lapisan-lapisan 

ini menerima masukan dari lapisan keluaran pada tahap 

pembelajaran fitur. Kemudian, feature map ini diolah dan 

disesuaikan melalui serangkaian lapisan tersembunyi dalam 

jaringan saraf, menghasilkan tingkat akurasi klasifikasi untuk 

setiap kelas. 

Lapisan konvolusi adalah komponen penting dalam CNN 

yang bertanggung jawab untuk melakukan operasi konvolusi 

pada hasil keluaran dari lapisan sebelumnya. Di dalamnya, 

terdapat serangkaian filter yang dipelajari secara acak untuk 

mengekstrak fitur dari data masukan. Tujuannya adalah untuk 

memperoleh representasi fitur yang penting dari data masukan, 

khususnya pada citra. 

Lapisan pooling atau subsampling umumnya mengikuti 

lapisan konvolusi dalam CNN. Fungsinya adalah untuk 

mereduksi dimensi keluaran dari lapisan konvolusi sepanjang 

dimensi spasial tinggi dan lebar. Tujuan utamanya adalah untuk 

mengurangi jumlah parameter yang perlu dipelajari oleh 

jaringan, yang juga membantu mengatasi overfitting dan 

meningkatkan kinerja serta akurasi keseluruhan dari jaringan. 

Fungsi rectified linear unit (ReLU) adalah fungsi nonlinear 

yang paling umum digunakan dalam jaringan saraf saat ini. 

ReLU menghasilkan nilai 0 untuk semua nilai negatif x, 

sedangkan untuk nilai positif x, nilainya tetap sama. Fungsi ini 

ditunjukkan pada (1). 

 𝑓_𝑟𝑒𝑙𝑢 (𝑥) =  𝑚𝑎𝑥(0, 𝑥) (1) 

dengan x adalah masukan fungsi, sedangkan max(0,x) adalah 

fungsi maksimum untuk memilih nilai yang lebih besar antara 

0 dan 𝑥. 
Lapisan fully connected merupakan komponen umum 

dalam jaringan saraf, berbeda dengan lapisan konvolusi karena 

tidak melibatkan operasi konvolusi dalam prosesnya untuk 

menghasilkan keluaran. Lapisan fully connected setiap neuron 

terhubung langsung ke setiap neuron dalam lapisan 

sebelumnya, menciptakan koneksi yang lebih kompleks dan 

memungkinkan jaringan untuk mempelajari hubungan yang 

lebih abstrak antara fitur-fitur yang diwakilkan oleh aktivasi. 

Lapisan fully connected ditempatkan di dua lapisan terakhir 

 

Gambar 1. Convolutional neural network. 
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dari jaringan dan menggunakan fungsi aktivasi softmax untuk 

menentukan probabilitas keluaran berdasarkan masukan yang 

diberikan [20]. 

B. ADAPTIVE MOMENT ESTIMATION (ADAM) 

Optimizer Adam adalah salah satu algoritma optimasi yang 

digunakan secara luas dalam pelatihan model deep learning. 

Algoritma ini menggabungkan keuntungan dari adaptive 

gradient (AdaGrad) dan RMSProp dengan mengatur secara 

dinamis laju eksponensial untuk estimasi momen pertama 

(rerata) dan kedua (varians) dari gradien untuk memperbarui 

parameter. Optimizer Adam sangat cocok untuk data yang 

besar dan optimasi objektif yang tidak stasioner dengan gradien 

yang berderau dan jarang. Dibandingkan dengan algoritma 

optimasi lain, Adam menunjukkan kinerja yang baik dalam 

konvergensi cepat dan stabilitas selama pelatihan, terutama 

ketika menangani masalah dengan banyak parameter dan 

fungsi loss yang mungkin nonkonveks [21]. Penggunaan Adam 

juga digunakan dalam optimasi model deep learning, 

khususnya pada model medis. Sebuah penelitian menunjukkan 

bahwa Adam mempercepat konvergensi dan menjaga akurasi, 

bahkan pada dataset medis besar dan kompleks [14]. Rumus 

untuk menghitung optimizer Adam dinyakan dalam (2) sampai 

(6). 

Estimasi momen pertama (rata-rata): 

 𝑚𝑡 = 𝛽1𝑚𝑡−1 + (1 −  𝛽1)𝑔𝑡 (2) 

estimasi momen kedua (varians tidak terpusat): 

 𝑣𝑡 = 𝛽2𝑣𝑡−1 + (1 −  𝛽2)𝑔𝑡
2 (3) 

estimasi momen pertama yang telah dikoreksi bias: 

 �̂�𝑡 =  
𝑚𝑡

1− 𝛽 1
𝑡  (4) 

estimasi momen kedua yang telah dikoreksi bias: 

 �̂�𝑡 =  
𝑣𝑡

1− 𝛽 2
𝑡  (5) 

pembaruan parameter: 

 �̂�𝑡 = 𝜃𝑡−1 − 𝑎 
�̂�𝑡

√�̂�𝑡+ 𝜖
 (6) 

dengan 𝑎  adalah laju pembelajaran, 𝛽1  dan 𝛽2  adalah laju 

peluruhan untuk estimasi momen, dan 𝜖 adalah konstanta kecil 

untuk stabilitas numerik. 

C. ROOT MEAN SQUARE PROPAGATION (RMSProp) 

RMSProp adalah algoritma optimisasi yang dirancang 

untuk mempercepat proses pelatihan model dalam deep 

learning. Algoritma ini merupakan pengembangan dari metode 

SGD yang bertujuan untuk mengatasi masalah penurunan laju 

pembelajaran yang terlalu lambat dan fluktuasi besar dalam 

pembaruan parameter. RMSProp bekerja dengan cara 

menyimpan rata-rata kuadrat dari gradien yang telah dihitung 

pada setiap iterasi, sehingga dapat menyesuaikan laju 

pembelajaran untuk setiap parameter secara individual [15]. 

Dalam beberapa tahun terakhir, RMSProp diakui unggul dalam 

berbagai aplikasi deep learning. Penelitian menunjukkan 

bahwa algoritma ini lebih baik daripada Adam, khususnya pada 

tugas optimasi nonkonveks, sehingga cocok untuk arsitektur 

kompleks dan dataset sulit [22]. Rumus untuk menghitung 

optimizer RMSProp dinyatakan dalam (7) dan (8). 

Rata-rata bergerak dari kuadrat gradien: 

 𝑣𝑡 = 𝛽2𝑣𝑡−1 + (1 −  𝛽)𝑔𝑡
2   (7) 

Pembaruan parameter: 

 𝜃𝑡 = 𝜃𝑡−1 − 𝑎 
𝑔𝑡

√𝑣𝑡+ 𝜖
  (8) 

dengan 𝛼 adalah laju pembelajaran, 𝛽 adalah laju peluruhan 

untuk rata-rata bergerak dari gradien kuadrat, dan 𝜖 adalah 

konstanta kecil untuk stabilitas numerik. 

D. STOCHASTIC GRADIENT DESCENT (SGD) 

SGD adalah optimizer yang sederhana, tetapi sangat efektif 

dalam konteks pembelajaran mesin. SGD melakukan 

pembaruan parameter dengan menggunakan satu contoh acak 

dari dataset pada setiap iterasi, yang mengurangi waktu 

komputasi dan memori yang diperlukan dibandingkan dengan 

metode gradient descent batch yang menghitung gradien untuk 

seluruh dataset sebelum melakukan pembaruan. Meskipun 

SGD dapat mempercepat proses pelatihan, penggunaan satu 

contoh acak juga memperkenalkan derau ke dalam estimasi 

gradien, yang dapat menyebabkan fluktuasi dalam jalur 

konvergensi dan membuat proses pelatihan menjadi lebih tidak 

stabil. Namun, fluktuasi ini juga dapat membantu algoritma 

untuk keluar dari saddle points dan menemukan solusi yang 

lebih baik [16]. Penelitian terbaru telah menunjukkan bahwa 

variasi dari SGD, seperti SGD dengan momentum atau dengan 

adaptasi laju pembelajaran, makin memperkuat keunggulan 

metode ini dalam berbagai aplikasi deep learning, termasuk 

pengenalan citra dan deteksi objek [23]. Rumus untuk 

menghitung optimizer SGD dinyatakan dalam (9). 

Pembaruan parameter: 

 𝑚𝑡 = 𝛽1𝑚𝑡−1 + (1 −  𝛽1)𝑔𝑡 (9) 

dengan α adalah pembelajaran mesin, sedangkan 𝑔𝑡  gradien 

dari fungsi objektif terhadap parameter pada langkah waktu 𝑡. 

E. SEGMENTASI CITRA 

Segmentasi citra merupakan proses penting dalam 

teknologi visi komputer, yang bertujuan untuk membagi citra 

menjadi beberapa wilayah dengan karakteristik tertentu. Hal ini 

memungkinkan identifikasi dan ekstraksi target yang 

diinginkan dari citra, yang menjadi langkah penting dalam 

pemrosesan citra hingga analisis citra. Segmentasi 

memungkinkan dilakukannya pemisahan antara objek yang 

diminati (sasaran) dengan latar belakangnya, yang memiliki 

beragam aplikasi di berbagai bidang, seperti pemrosesan citra 

medis, pengenalan pola, dan kecerdasan buatan [24]. Dalam 

pemrosesan citra medis, misalnya, metode segmentasi berbasis 

deep learning telah meningkatkan akurasi deteksi dalam 

diagnosis kanker paru-paru dari citra computed tomography 

(CT) [25]. Selain itu, penggunaan segmentasi untuk pemetaan 

jalan dalam citra satelit juga memberikan hasil yang lebih baik 

dalam sistem navigasi otomatis [26]. 

F. CONFUSION MATRIX 

Confusion matrix adalah tabel berukuran N × N yang 

digunakan dalam konteks klasifikasi untuk mengevaluasi 

kinerja model. Nilai N pada tabel ini mewakili jumlah kelas 

yang diprediksi. Dengan membandingkan hasil prediksi model 

terhadap nilai sebenarnya, confusion matrix menyediakan 

ringkasan komprehensif mengenai akurasi model serta 

mengidentifikasi area-area yang perlu ditingkatkan dalam 

proses klasifikasi [27]. Matriks ini terdiri atas empat komponen 

utama: true positive (TP), false negative (FN), false positive 

(FP), dan true negative (TN). Dari kombinasi nilai-nilai ini, 

beberapa metrik evaluasi, seperti akurasi, presisi, recall, dan f1-
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score dapat dihitung untuk mengevaluasi kinerja model secara 

menyeluruh.  

 𝐴𝑘𝑢𝑟𝑎𝑠𝑖 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
. (10) 

Akurasi adalah rasio antara jumlah prediksi yang benar (baik 

positif maupun negatif) terhadap total jumlah prediksi. 

 𝑃𝑟𝑒𝑠𝑖𝑠𝑖 =  
𝑇𝑃

𝑇𝑃+𝐹𝑃
. (11) 

Presisi mengukur ketepatan model dalam memprediksi kelas 

positif. Makin tinggi presisi, makin sedikit prediksi positif yang 

salah (false positive). 

 𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃+𝐹𝑁
. (12) 

Recall atau sensitivitas adalah kemampuan model untuk 

menangkap semua sampel positif yang ada. 

 𝐹1 − 𝑆𝑐𝑜𝑟𝑒 =  
2 𝑥 𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 𝑥 𝑟𝑒𝑐𝑎𝑙𝑙

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑟𝑒𝑐𝑎𝑙𝑙
. (13) 

F1-score adalah rata-rata harmonis dari presisi dan recall. 

Metrik ini digunakan ketika menyeimbangkan presisi dan 

recall. 

 𝑆𝑝𝑒𝑠𝑖𝑓𝑖𝑠𝑖𝑡𝑎𝑠 =  
𝑇𝑁

𝑇𝑁+𝐹𝑃
. (14) 

Spesifisitas mengukur kemampuan model untuk memprediksi 

kelas negatif dengan benar. 

G. ROC-AUC 

Kurva ROC-AUC digunakan untuk mengukur kemampuan 

sebuah model klasifikasi dalam membedakan antara kelas-

kelas yang berbeda dalam berbagai skenario threshold [28]. 

Evaluasi untuk menghitung nilai AUC ini menghasilkan (15). 

 𝐴𝑈𝐶 =  
1

2
(𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑣𝑖𝑡𝑎𝑠/𝑅𝑒𝑐𝑎𝑙𝑙 + 𝑆𝑝𝑒𝑠𝑖𝑓𝑖𝑡𝑎𝑠). (15) 

AUC adalah ukuran kemampuan model untuk membedakan 

antara kelas positif dan negatif pada berbagai ambang batas. 

IV. HASIL DAN PEMBAHASAN 

Pada bagian ini, disajikan hasil penelitian dari implementasi 

algoritma CNN dengan membandingkan tiga optimizer untuk 

klasifikasi citra sel darah putih. Alur proses setiap tahapan 

dijelaskan sebagai berikut. 

A. DATA SOURCE 

Langkah pertama yang dilakukan pada tahapan data source 

adalah pengumpulan dataset dari penyedia dataset online, yaitu 

Kaggle. Gambar 2 memperlihatkan empat sampel data citra sel 

darah putih. Berdasarkan Gambar 2, dataset ini terdiri atas 

12.392 citra, yaitu 3.120 citra untuk kelas eosinofil, 3.103 citra 

untuk kelas limfosit, 3.098 citra untuk kelas monosit, dan 3.123 

citra untuk kelas neutrofil.  

Setelah tahapan pengumpulan data, selanjutnya dilakukan 

pembagian dataset menjadi tiga bagian, yaitu 80% untuk data 

latih, 10% untuk data validasi, dan 10% untuk data uji. 

Pemilihan proporsi ini didasarkan pada hasil penelitian yang 

menunjukkan bahwa pembagian tersebut dapat mencapai 

akurasi hingga 95,69% [29]. Gambar 3 menunjukkan distribusi 

pembagian dataset. 

Gambar 3 dihasilkan melalui pengolahan program yang 

membagi dataset citra sel darah putih ke dalam tiga bagian 

utama, yaitu data latih (biru), data validasi (oranye), dan data 

uji (hijau). Sumbu x merepresentasikan kelas pada dataset, 

sedangkan sumbu y merepresentasikan total jumlah data. Pada 

kelas eosinofil terdapat 2.443 data untuk pelatihan, 303 data 

untuk validasi, dan 295 data untuk pengujian. Kelas limfosit 

memiliki 2.467 data untuk pelatihan, 313 data untuk validasi, 

dan 321 data untuk pengujian. Kelas monosit terdiri atas 2.324 

data untuk pelatihan, 312 data untuk validasi, dan 304 data 

untuk pengujian. Terakhir, kelas neutrofil memiliki 2.482 data 

untuk pelatihan, 287 data untuk validasi, dan 295 data untuk 

pengujian. 

B. PRAPEMROSESAN 

Pada tahapan ini dilakukan prapemrosesan untuk 

mempersiapkan dataset sebelum masuk ke tahapan pemodelan. 

Langkah pertama adalah melakukan penyeimbangan dataset 

pada jumlah setiap kelas yang tidak seimbang. Gambar 4(a) 

menunjukkan visualisasi dataset citra sel darah putih yang 

memiliki ukuran setiap kelas tidak seimbang. Untuk mengatasi 

hal ini, dilakukan proses penyeimbangan data menggunakan 

teknik random over sampling. Teknik ini mengatasi 

ketidakseimbangan kelas dalam tugas klasifikasi dengan 

meningkatkan jumlah sampel pada kelas minoritas melalui 

penggandaan sampel yang ada secara acak dengan penggantian 

[30]. 

Gambar 4 menggambarkan kondisi sebelum dan setelah 

proses penyeimbangan data. Setelah proses penyeimbangan 

dilakukan, hasilnya ditampilkan pada Gambar 4(b), yang 

menunjukkan bahwa jumlah sampel pada semua kelas telah 

seimbang. 

Namun, perlu diperhatikan bahwa penggunaan teknik 

oversampling seperti random over sampling dapat 

memperkenalkan potensi bias ke dalam model. Bias ini muncul 

karena penggandaan sampel secara acak dengan penggantian 

dapat meningkatkan kemungkinan overfitting terhadap kelas 

minoritas, sehingga model mungkin belajar pola-pola yang 

kurang umum [31]. 

Setelah langkah penyeimbangan dataset, dilakukan 

pengubahan ukuran citra untuk memperkecil ukuran sebelum 

memasuki model CNN. Gambar 5 memvisualisasikan proses 

pengubahan ukuran citra dari ukuran 320 × 240 ke 120 × 120. 

Proses ini bertujuan untuk memastikan bahwa masukan citra 

memiliki dimensi yang konsisten, yang memungkinkan 

jaringan untuk mengurangi kompleksitas komputasi [32].  

Langkah berikutnya adalah segmentasi citra, yang 

dilakukan untuk memisahkan sel darah putih dari latar 

 

Gambar 2. Sampel dataset. 

 

Gambar 3. Distribusi pembagian dataset. 
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belakang menggunakan OpenCV. Proses dimulai dengan 

thresholding untuk menonjolkan objek berdasarkan intensitas 

piksel, diikuti dengan dilasi untuk memperbesar area objek dan 

erosi untuk menghilangkan derau. Dilasi ulang diterapkan 

untuk memperjelas bentuk objek. Selanjutnya, algoritma 

Canny edge detection mendeteksi tepi objek, diikuti oleh 

deteksi kontur untuk mengidentifikasi batas objek. Kotak 

pembatas (bounding box) dibuat di sekitar kontur untuk 

menyoroti area yang terdeteksi. Hasil akhirnya adalah citra sel 

darah putih yang berhasil diekstraksi, seperti terlihat pada 

Gambar 6.  

Pada Gambar 6 terlihat area yang telah disegmentasi dari 

proses sebelumnya, sehingga citra tersebut lebih fokus pada 

objek yang disegmentasi, memperlihatkan detail yang lebih 

jelas setelah objek tersebut dipisahkan dari latar belakang.  

Setelah semua proses segmentasi dilakukan, hasil akhir dari 

proses segmentasi tersebut akan diterapkan pada keseluruhan 

dataset citra sel darah putih. 

Gambar 7 memperlihatkan lima contoh hasil segmentasi 

citra sel darah putih yang berhasil diidentifikasi dan 

diklasifikasikan. Setiap citra menunjukkan berbagai jenis sel 

darah putih, yaitu limfosit, neutrofil, eosinofil, dan monosit, 

yang telah melalui proses segmentasi. Segmentasi yang 

dilakukan berhasil memisahkan sel-sel darah putih dari latar 

belakangnya, sehingga bentuk dan struktur setiap sel terlihat 

lebih baik. Ini merupakan langkah prapemrosesan sebelum 

melanjutkan ke proses klasifikasi menggunakan model CNN. 

Setelah tahapan penyeimbangan data, pengubahan ukuran 

citra dan segmentasi dilakukan, tahapan berikutnya adalah 

normalisasi nilai piksel. Proses normalisasi merupakan langkah 

penting untuk mempersiapkan data, memastikan masukan 

memiliki nilai yang seragam, terutama ukuran citra dengan 

piksel konsisten. Proses normalisasi nilai piksel dilakukan 

terhadap dataset citra sel darah putih yang akan digunakan 

dalam proses pelatihan, validasi, dan pengujian model. 

Normalisasi dilakukan dengan membagi setiap nilai piksel 

dalam citra dengan 255,0, sehingga mengubah rentang nilai 

piksel dari [0, 255] menjadi [0, 1]. 

C. MODEL CNN 

Pada tahapan ini, dilakukan proses pembangunan model 

CNN untuk klasifikasi citra sel darah putih. Arsitektur CNN 

yang digunakan untuk klasifikasi citra sel darah putih 

ditampilkan pada Tabel II. Terlihat pada Tabel II bahwa 

arsitektur CNN yang dirancang pada penelitian ini disusun 

secara khusus untuk klasifikasi citra sel darah putih dengan 

mempertimbangkan efisiensi dan efektivitas. Lapisan awal 

berupa Conv2D dengan 16 filter berukuran 3 × 3, yang 

bertujuan untuk mengekstraksi fitur dasar seperti tepi dan pola 

sederhana dari citra berukuran 120 × 120 piksel. Setelah itu, 

setiap lapisan konvolusi diikuti oleh max pooling untuk 

mengurangi dimensi data, sehingga menurunkan jumlah 

parameter dan risiko overfitting, sambil meningkatkan efisiensi 

komputasi. Lapisan separable convolution digunakan untuk 

menangkap pola yang lebih kompleks dengan jumlah 

parameter yang lebih sedikit, sehingga diperoleh keseimbangan 

akurasi. Untuk menstabilkan pelatihan, lapisan batch 

normalization diterapkan setelah beberapa konvolusi, 

membantu mempercepat proses pelatihan dan menjaga 

stabilitas gradien. Selain itu, dropout digunakan sebelum 

lapisan fully connected untuk mencegah overfitting dengan 

secara acak menonaktifkan neuron selama pelatihan. Pemilihan 

elemen-elemen ini mencerminkan keseimbangan antara 

kompleksitas dan kemampuan generalisasi untuk tugas 

klasifikasi citra sel darah putih. 

Setelah merancang arsitektur, langkah berikutnya adalah 

melatih model menggunakan data latih dan data validasi 

dengan model yang telah dibangun sebelumnya. Pada tahap ini, 

dilakukan penyesuaian terhadap penggunaan optimizer pada 

parameter yang digunakan. Pengembangan metode penelitian 

dilakukan menggunakan Kaggle Notebooks dengan 

memanfaatkan GPU T4 yang disediakan oleh platform tersebut 

untuk mempercepat proses pelatihan model. Perangkat lunak 

yang digunakan meliputi Python versi 3.8, TensorFlow dan 

Keras versi 2.8 untuk pengembangan model CNN, serta 

beberapa library pendukung lainnya, seperti NumPy versi 1.21, 

Pandas versi 1.3, Matplotlib, dan Seaborn untuk analisis dan 

 

(a) 

 

(b) 

Gambar 4. Perbandingan distribusi data, (a) sebelum penyeimbangan, (b) 
sesudah penyeimbangan. 

 

Gambar 5. Proses pengubahan ukuran citra. 

 

 

Gambar 6. Proses segmentasi citra.  

 

Gambar 7. Sampel lima citra hasil proses segmentasi. 
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visualisasi data. Optimizer yang digunakan dalam eksperimen 

ini mencakup RMSProp, SGD, dan Adam. Parameter yang 

diterapkan meliputi batch size sebesar 32, yang dipilih untuk 

menyeimbangkan efisiensi komputasi, stabilitas pembelajaran, 

dan kemampuan generalisasi model [33]. Laju pembelajaran 

sebesar 0,0001 digunakan untuk memastikan pembaruan 

parameter berjalan stabil dan bertahap. Penelitian ini 

menunjukkan bahwa pemilihan laju pembelajaran tersebut 

mampu mencegah model gagal konvergen atau mengalami 

pembelajaran yang terlalu lambat [34]. Jumlah epoch yang 

diterapkan sebanyak 30, yang dianggap cukup untuk mencapai 

konvergensi tanpa risiko overfitting, terutama karena didukung 

oleh penerapan teknik regularisasi seperti dropout dan batch 

normalization. 

Berdasarkan Tabel III, dapat disimpulkan bahwa optimizer 

Adam memberikan hasil terbaik dengan akurasi pelatihan 

sebesar 98,65% dan akurasi validasi sebesar 97,94%, serta nilai 

loss yang paling rendah, baik pada data latih maupun data 

validasi, yaitu  4,35% dan 6,35%. RMSProp juga memberikan 

kinerja yang baik, tetapi sedikit di bawah Adam, dengan 

akurasi pelatihan 98,63% dan akurasi validasi 96,87%, serta 

loss yang lebih tinggi pada validasi dibandingkan Adam. 

Optimizer SGD menunjukkan kinerja yang paling rendah di 

antara ketiga optimizer, dengan akurasi pelatihan 83,46% dan 

akurasi validasi 87,57%, serta nilai loss yang jauh lebih tinggi 

pada data latih maupun data validasi, yaitu masing-masing 

40,39% dan 30,73%. Dari sisi efisiensi komputasi, waktu yang 

dibutuhkan untuk pelatihan setiap optimizer adalah sebagai 

berikut. SGD membutuhkan waktu 3,82 menit, Adam 

memerlukan waktu 3,59 menit, dan RMSProp membutuhkan 

waktu 3,82 menit. Berdasarkan hasil ini, optimizer Adam 

memberikan kinerja terbaik dengan efisiensi komputasi yang 

unggul dibandingkan optimizer lainnya. 

Setelah melakukan percobaan penggunaan optimizer, 

diperoleh model CNN optimal pada optimizer Adam dengan 

parameter batch size 32, laju pembelajaran 0,0001, dan jumlah 

epoch sebanyak 30. Grafik dari model optimal CNN yang 

membandingkan metrik akurasi dan loss antara data latih dan 

data validasi ditunjukkan pada Gambar 8. 

Gambar 8 diperoleh dari pengolahan program yang 

menghasilkan grafik akurasi dan loss berdasarkan hasil 

pelatihan model. Berdasarkan Gambar 8, grafik akurasi 

menunjukkan bahwa akurasi pelatihan (garis biru) meningkat 

stabil dari 0,3 hingga mendekati 1,0 pada epoch ke-20, 

sementara akurasi validasi (garis oranye) meningkat cepat di 

awal pelatihan (0-5 epoch) sebelum stabil mendekati akurasi 

pelatihan. Pola ini mengindikasikan generalisasi model yang 

baik tanpa tanda-tanda overfitting. Pada grafik loss, training 

loss (garis biru) menurun tajam di awal pelatihan (0-5 epoch), 

mencerminkan efektivitas optimizer dalam meminimalkan 

galat. Validation loss (garis oranye) memiliki tren serupa 

dengan fluktuasi kecil di awal pelatihan (epoch 3-5) sebelum 

stabil, menunjukkan proses penyesuaian bobot terhadap data 

validasi. Penurunan loss yang konsisten hingga mendekati 0 di 

akhir pelatihan mencerminkan konvergensi model yang baik. 

Secara keseluruhan, tren ini menunjukkan bahwa model 

mencapai akurasi tinggi dan loss rendah dengan kinerja optimal, 

didukung oleh efektivitas optimizer dalam mengelola pelatihan. 

D. EVALUASI 

Tahap ini dilakukan untuk menilai kinerja model dalam 

memprediksi data uji yang belum pernah dilihat sebelumnya. 

Model optimal dari percobaan parameter tuning diuji untuk 

mengukur kemampuan generalisasi. Untuk mendapatkan nilai 

akurasi, presisi, recall, f1-score, dan spesifisitas, dilakukan 

evaluasi confusion matrix pada optimizer RMSProp, Adam, 

dan SGD, seperti ditampilkan pada Gambar 9. 

Gambar 9 dihasilkan melalui pengolahan program yang 

memvisualisasikan hasil klasifikasi model dalam bentuk 

confusion matrix. Berdasarkan Gambar 9, terlihat bahwa 

optimizer Adam menunjukkan kinerja terbaik dalam klasifikasi 

sel darah putih. Adam memiliki akurasi tinggi dengan sedikit 

kesalahan klasifikasi, terutama pada kelas neutrofil yang 

kadang salah diklasifikasikan sebagai eosinofil. Hal ini 

disebabkan oleh penggunaan kombinasi momentum dan 

pembobotan adaptif yang membuat Adam lebih stabil dan cepat 

dalam konvergensi, meskipun fitur antarkelas tidak 

sepenuhnya jelas. RMSProp juga menunjukkan kinerja baik, 

tetapi sedikit lebih banyak kesalahan pada kelas eosinofil 

karena berfokus pada adaptasi laju pembelajaran, yang 

membuatnya stabil, tetapi kurang efektif dalam membedakan 

TABEL II 

ARSITEKTUR CNN 

Lapisan (Tipe) Bentuk Keluaran Parameter# 

conv2d (None, 120, 120, 16) 448 

max_pooling2d (None, 60, 60, 16) 0 

separable_conv2d (None, 60, 60, 32) 688 

batch_normalization (None, 60, 60, 32) 128 

max_pooling2d_1 (None, 30, 30, 32) 0 

separable_conv2d_2 (None, 30, 30, 64) 2400 

batch_normalization_1 (None, 30, 30, 64) 256 

max_pooling2d_2 (None, 15, 15, 64) 0 

separable_conv2d_4 (None, 15, 15, 128) 8896 

batch_normalization_2 (None, 15, 15, 128) 512 

max_pooling2d_3 (None, 7, 7, 128) 0 

dropout (None, 7, 7, 128) 0 

separable_conv2d_6 (None, 7, 7, 256) 34176 

batch_normalization_3 (None, 7, 7, 256) 1024 

max_pooling2d_4 (None, 3, 3, 256) 0 

Flatten (None, 2304) 0 

dense_ (Dense) (None, 512) 1180160 

dense_1 (Dense) (None, 128) 65664 

dense_2 (Dense) (None, 64) 8256 

dense_3 (Dense) (None, 4) 260 

Total params: 1.397.028  

Trainable params: 1.396.068 

Non-trainable params: 960 

 

TABEL III 

HASIL PELATIHAN, VALIDASI, DAN LOSS PADA TIAP OPTIMIZER 

Optimizer 
Akurasi 

(%) 

Loss 

(%) 

Akurasi  

Validasi (%) 

Loss  

Validasi (%) 

RMSProp 98,63 5,08 96,87 13,02 

SGD 83,46 40,39 87,57 30,73 

Adam 98,65 4,35 97,94 6,35 

 

Gambar 8. Hasil grafik akurasi dan loss. 
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kelas dengan fitur mirip. SGD, meskipun efektif, memiliki 

kesalahan lebih tinggi, terutama dalam membedakan eosinofil 

dan neutrofil, karena lebih sederhana dalam memperbarui 

bobot dan lebih sensitif terhadap pengaturan laju pembelajaran 

serta kesulitan membedakan kelas dengan fitur visual yang 

mirip. Setelah mendapatkan nilai TP, TN, FP, dan FN dari 

confusion matrix, nilai akurasi, presisi, recall, f1-score, dan 

spesifisitas dihitung menggunakan (10) sampai (14). 

Berdasarkan hasil evaluasi model dalam Tabel IV, 

diketahui bahwa optimizer Adam memberikan kinerja terbaik 

di antara ketiga optimizer yang diuji. Optimizer Adam 

menghasilkan akurasi sebesar 97,37%; model dapat 

mengklasifikasikan sebagian besar citra dengan benar, 

meskipun akurasi saja tidak cukup untuk menilai kinerja secara 

menyeluruh. Recall 97,43% menunjukkan kemampuan model 

dalam mendeteksi semua sel darah putih dengan benar, 

mengurangi risiko false negative yang dapat berbahaya dalam 

dunia medis, seperti kelalaian dalam mendiagnosis kondisi 

kritis. Presisi 97,42% menandakan bahwa model sangat tepat 

dalam mengklasifikasikan sel darah putih pada kelas yang 

benar, mengurangi kemungkinan false positive yang dapat 

menyebabkan overdiagnosis dan prosedur medis yang tidak 

perlu. Dengan f1-score sebesar 97,42%, model menunjukkan 

keseimbangan yang baik antara recall dan presisi, yang penting 

untuk menghindari kesalahan diagnosis seperti underdiagnosis 

atau overdiagnosis. Terakhir, nilai spesifisitas sebesar 99,11% 

menunjukkan kemampuan model dalam menghindari 

kesalahan klasifikasi negatif, mengurangi kemungkinan false 

positive, yang membantu memperkuat kepercayaan dokter 

pada hasil diagnosis otomatis. 

Selanjutnya, evaluasi menggunakan kurva ROC AUC 

dilakukan untuk memahami kemampuan model dalam 

membedakan kelas positif dan negatif melalui area di bawah 

kurva ROC. Kurva ROC memperlihatkan kinerja model untuk 

setiap kelas dengan membandingkan true positive rate (TPR) 

dan false positive rate (FPR). Hasil kurva ROC dari ketiga 

optimizer ditampilkan pada Gambar 10.  

Gambar 10 dihasilkan melalui pengolahan program yang 

memvisualisasikan metrik evaluasi model menggunakan kurva 

ROC dan nilai AUC. Berdasarkan Gambar 10, sumbu y 

menunjukkan nilai TPR, yaitu proporsi positif yang 

diidentifikasi dengan benar dari semua kelas positif yang 

sebenarnya. Sumbu x menunjukkan FPR, yaitu proporsi negatif 

yang salah diidentifikasi dari semua kelas negatif yang 

sebenarnya. Garis biru, hijau, merah, dan ungu 

menggambarkan kinerja model pada berbagai ambang batas, 

sedangkan garis hitam putus-putus menunjukkan kinerja model 

acak. Hasil analisis ROC pada empat kelas sel darah putih 

menunjukkan bahwa optimizer Adam menunjukkan kinerja 

terbaik, dengan rata-rata AUC sebesar 1,00, yang menunjukkan 

kemampuan model untuk membedakan kelas dengan sangat 

baik. Optimizer RMSProp berada di posisi kedua dengan rata-

rata AUC 0,992, menunjukkan kinerja yang sangat baik, tetapi 

sedikit di bawah Adam. Optimizer SGD memiliki rata-rata 

AUC terendah, yaitu 0,959. Hal ini menunjukkan kinerja yang 

kurang optimal dalam membedakan kelas-kelas tersebut, 

dibandingkan dengan Adam dan RMSProp. Oleh karena itu, 

optimizer Adam adalah yang terbaik dalam hal kemampuan 

membedakan kelas sel darah putih. 

Dengan mempertimbangkan aspek praktis, optimizer Adam 

merupakan pilihan terbaik untuk sistem diagnostik otomatis di 

fasilitas medis dengan infrastruktur yang memadai. Namun, 

dalam kondisi dengan keterbatasan sumber daya, RMSProp 

atau bahkan SGD dapat dipertimbangkan sebagai alternatif 

yang lebih efisien. Untuk aplikasi dunia nyata, pelatihan model 

lebih lanjut dengan data dari berbagai institusi medis dapat 

meningkatkan generalisasi dan kepercayaan terhadap sistem ini, 

sehingga memastikan manfaat maksimal dalam mendukung 

diagnosis medis yang akurat dan terpercaya. 

Berdasarkan hasil penelitian yang diperoleh, klasifikasi 

citra sel darah putih dengan penggunaan parameter terbaik pada 

optimizer Adam menggunakan algoritma CNN memiliki 

kinerja yang paling baik jika dibandingan dengan penelitian-

penelitian sebelumnya yang menggunakan metode yang 

berbeda. Tabel V merupakan perbandingan antara penelitian ini 

dengan penelitian sebelumnya. 

Tabel V menunjukkan bahwa kombinasi CNN dengan 

optimizer Adam memberikan kinerja paling unggul dalam 

klasifikasi citra sel darah putih dibandingkan dengan metode 

sebelumnya. Dengan nilai akurasi, recall, presisi, f1-score, dan 

AUC, berturut-turut, 97,37%, 97,43%, 97,42%, 97,42%, dan 

99%, model ini mengungguli metode lain, termasuk CNN fully 

               

 (a) (b) (c) 

Gambar 9. Confusion matrix, (a) optimizer Adam, (b) optimizer RMSProp, (c) optimizer SGD. 

 TABEL IV 

 EVALUASI MODEL TIAP OPTIMIZER 

Optimizer Akurasi Recall Presisi 
F1-

Score 
Spesifisitas 

RMSProp 0,9630 0,9641 0,9641 0,9637 0,9875 

SGD 0,8741 0,8780 0,8749 0,8750 0,9579 

Adam 0,9737 0,9743 0,9742 0,9742 0,9911 
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connected, yang dilaporkan dalam penelitian sebelumnya 

dengan akurasi 96,84% [8], serta metode meta learning dan 

color constancy yang mencapai akurasi 96,47% [9]. Kinerja 

lebih rendah juga terlihat pada metode klasik, seperti decision 

tree dengan akurasi 92,2% [10], Con-SVM dengan akurasi 

85,96% [11], dan KNN dengan akurasi 94,3% [12]. Penelitian 

lain yang menggunakan DDRNet menunjukkan akurasi sebesar 

91,98% [13].  Meskipun DDRNet menunjukkan kemampuan 

yang baik dalam menangani fitur kompleks, kinerja 

keseluruhannya masih berada di bawah CNN dengan optimizer 

Adam dalam penelitian ini. Hasil ini menunjukkan bahwa 

pendekatan CNN dengan optimizer Adam dapat menghadirkan 

solusi yang lebih adaptif dalam menganalisis citra medis. 

Penelitian ini menunjukkan bahwa kombinasi tersebut 

merupakan pilihan terbaik untuk klasifikasi citra sel darah putih. 

V. KESIMPULAN 

Penelitian ini menemukan bahwa di antara ketiga optimizer 

yang diuji—Adam, RMSProp, dan SGD—optimizer Adam 

menunjukkan kinerja terbaik dalam melatih model CNN untuk 

klasifikasi sel darah putih. Berdasarkan evaluasi menggunakan 

confusion matrix, Adam mencapai akurasi 97,37%, recall 

97,43%, presisi 97,42%, f1-score 97,42%, dan spesifisitas 

99,11%. Nilai-nilai ini menandakan bahwa Adam unggul 

dalam semua metrik evaluasi. Dibandingkan dengan RMSProp, 

Adam menunjukkan keunggulan dengan selisih akurasi sebesar 

1,07%, recall 1,02%, presisi 1,01%, f1-score 0,95%, dan 

spesifisitas 0,36%. Sementara itu, selisih kinerja Adam 

dibandingkan dengan SGD jauh lebih signifikan, dengan 

keunggulan akurasi sebesar 10,96%, recall 9,63%, presisi 

9,93%, f1-score 9,92%, dan spesifisitas 3,32%. Selain itu, pada 

kurva ROC-AUC juga terlihat bahwa nilai setiap kelas berada 

di atas 90%, yang menunjukkan bahwa model dapat 

membedakan data antarkelas dan termasuk ke dalam kategori 

excellent classification. Berdasarkan hasil ini, disarankan untuk 

mengimplementasikan model ke dalam sistem berbasis web, 

yang memungkinkan pengunggahan citra dan klasifikasi secara 

real-time untuk mendukung kebutuhan praktis di bidang medis. 

Penelitian ini memiliki keterbatasan dalam evaluasi, yaitu 

perlunya validasi lebih lanjut dengan data eksternal dan 

pengujian di lingkungan klinis real-world untuk memastikan 

efektivitas model dalam aplikasi klinis yang sesungguhnya. 
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