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Abstract—Model estimation based on the observation data of a 

system’s states is an important subject in the study of dynamical 
systems. Maximum likelihood (ML) estimation is a stochastic 
estimation method which can be used to obtain an optimal set of 
parameter based on noisy measurements. This paper describes 
the method and implementation of the ML estimator to identify 
an optimal parameter set in a discrete-time nonlinear state space 
model. In particular, the optimal parameter set is defined as the 
value that minimizes the error between the actual and estimated 
model outputs of the system. This paper discusses a gradient-
based optimization that is equipped with sensitivity analysis 
method for searching such a parameter set. Simulation results 
which describe an implementation of the proposed estimation 
method in a nonlinear system model are also discussed.  
 

Intisari—Estimasi model berdasarkan data hasil pengukuran 
variabel sistem merupakan salah satu topik penting dalam studi 
sistem dinamik. Estimasi maximum likelihood (ML) merupakan 
suatu teknik estimasi stokastik yang dapat digunakan untuk 
menentukan nilai parameter optimal pada suatu model sistem 
dinamik berdasarkan data observasi yang bercampur dengan 
sinyal gangguan acak. Makalah ini memaparkan implementasi 
estimator ML untuk mengidentifikasi parameter sistem dinamik 
yang dimodelkan dengan persamaan ruang keadaan waktu 
diskrit. Secara khusus, parameter optimal didefinisikan sebagai 
nilai yang meminimalkan selisih antara data pengukuran aktual 
dan sinyal keluaran yang dihasilkan oleh model sistem dengan 
nilai parameter hasil estimasi. Penentuan parameter optimal 
dilakukan dengan metode pengoptimalan berbasis gradien yang 
dikombinasikan dengan analisis sensitivitas. Hasil simulasi 
numerik yang mengilustrasikan implementasi metode estimasi 
yang diusulkan pada suatu model chemostat juga didiskusikan. 
 
Kata Kunci—Estimasi parameter, metode stokastik, estimator 
maximum likelihood, pengoptimalan, analisis sensitivitas. 

I. PENDAHULUAN 
Salah satu topik penting dalam studi sistem dinamik adalah 

terkait penentuan model analitik suatu sistem berdasarkan data 
observasi variabel sistem yang tersedia atau dapat diukur. 
Aspek terkait nonlinearitas dinamika sistem, data pengukuran 
yang tercampur sinyal gangguan acak, serta keterbatasan 
jumlah data yang dapat digunakan dalam analisis merupakan 
beberapa contoh aspek mendasar yang berkontribusi terhadap 
kompleksitas proses estimasi model sistem dinamik [1], [2]. 

Metode estimasi parameter Bayesian adalah salah satu 
teknik inferensi berbasis pendekatan stokastik yang sering 
digunakan untuk menentukan model sistem dinamik 

berdasarkan data pengukuran yang tercampur sinyal gangguan 
acak [3]-[7]. Teknik estimasi ini pada esensinya menggunakan 
aturan Bayes dalam penentuan rapat probabilitas dari suatu 
model sistem dinamik terparameterisasi berdasarkan data hasil 
pengukuran yang tersedia. Secara khusus, inferensi terkait 
statistik dari vektor parameter p yang ditinjau ditentukan 
menggunakan aturan Bayes dan diformulasikan sebagai nilai 
ekspektasi dari p atau fungsi dari p sebagai berikut [3]-[5]. 

( ) , )( )|(|)(Ε dppypfyp
p

ψψ ∫=  (1) 

dengan E(.|.) merupakan operator ekspektasi bersyarat dan 
)|( ypf  adalah fungsi distribusi posterior dari p untuk data 

observasi y dari sistem yang tersedia. Isu mendasar dalam 
implementasi metode estimasi parameter Bayesian adalah 
terkait perhitungan nilai integral pada (1) yang melibatkan 
fungsi distribusi parameter yang dianalisis. Secara umum, 
solusi analitik integral ini tidak dapat ditentukan sehingga 
harus diperkirakan dengan metode numerik berbasis simulasi 
Monte Carlo. Sayangnya, selain terbentur potensi terjadinya 
permasalahan akumulasi kesalahan, metode simulasi Monte 
Carlo membutuhkan beban komputasi yang sangat besar jika 
digunakan pada model dengan dimensi parameter tinggi [6]-
[7]. 

Estimator maximum likelihood (ML) merupakan salah satu 
metode alternatif untuk proses estimasi parameter. Pada 
estimator ML, permasalahan estimasi diformulasikan secara 
formal sebagai penentuan nilai parameter optimal (dengan 
kriteria tertentu) suatu model terparameterisasi (yang diyakini 
mendasari dinamika sistem yang ditinjau) berdasarkan data 
pengukuran variabel keadaan sistem yang ada [8], [9]. 
Beberapa keuntungan teknik estimasi ini adalah 
dimungkinkannya penggunaan informasi awal (prior 
information) yang tersedia terkait model dan sinyal gangguan 
pada sistem (rentang nilai atau distribusi) serta kemudahan 
mengasimilasi informasi baru dalam proses estimasi.  

Estimator ML menentukan estimasi nilai q buah parameter 
),,( 1 qppp =  pada model sistem dinamik berdasarkan data 

pengukuran sistem dan keyakinan awal (prior belief) yang 
mungkin diketahui tentang .p  Keyakinan awal tersebut secara 
formal dinyatakan sebagai fungsi distribusi prior )( pf  yang 
mengindikasikan distribusi nilai probabilitas untuk setiap 
kemungkinan nilai p ketika data pengukuran terbaru belum 
ada. Ketergantungan nilai pengukuran ),,( 1 myyy =  sistem 
pada parameter p dinyatakan sebagai fungsi rapat probabilitas 
bersyarat ).|(Pr)|( pypyL = Fungsi )|( pyL  disebut fungsi 
likelihood dan dapat digunakan untuk memperbarui )( pf  
setiap kali data pengukuran y yang baru diperoleh. Proses 
pembaruan dilakukan menggunakan aturan Bayes berikut [3]-
[5] 
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)|()()|(       )|()()|( pyLpfypfpyLpfypf ∝⇒
ℵ

=  (2) 

dengan dppyLpfp∫=ℵ  )|()(
 
adalah konstanta normalisasi.  

Fungsi likelihood dalam hal ini memodifikasi fungsi distribusi 
prior menjadi posterior ketika data pengukuran baru diperoleh. 
Dengan demikian, nilai parameter optimal ditentukan sebagai 
nilai p yang memaksimalkan fungsi likelihood ).|( pyL  

Makalah ini memaparkan metode dan hasil implementasi 
estimator ML untuk mengestimasi parameter model sistem 
nonlinear dalam bentuk persamaan ruang keadaan waktu 
diskrit. Pada metode yang dibahas, parameter optimal 
didefinisikan sebagai nilai parameter yang meminimalkan 
selisih antara data pengukuran aktual dan sinyal keluaran 
sistem yang dihasilkan oleh nilai parameter yang diestimasi. 
Perhitungan parameter optimal dilakukan dengan metode 
pengoptimalan berbasis gradien yang dikombinasikan dengan 
analisis sensitivitas. Contoh implementasi metode estimasi 
parameter model yang diusulkan diilustrasikan melalui 
simulasi numerik penentuan parameter pada model chemostat. 

II. DESKRIPSI DAN MODEL SISTEM 
Ditinjau sistem dinamik dengan Ζ∈n  variabel keadaan 

ntx ℜ∈)(  dan Ζ∈x  parameter xxp ℜ∈  dengan masing-
masing ℜ  dan Ζ  adalah himpunan bilangan nyata dan bulat. 
Untuk waktu 0≥t  serta nilai awal ,0x  dinamika sistem 
diasumsikan memenuhi persamaan diferensial berikut. 

,)0(               ),,),(()( 0xxtptxftx x ==  (3) 

Makalah ini meninjau metode estimasi parameter di model 
(3) berdasarkan data pengukuran variabel keadaan x(t). 
Karena keterbatasan alat ataupun kesulitan dalam proses 
pengukuran, data pengukuran seringkali hanya diperoleh 
untuk sebagian dari variabel keadaan x(t) [9]-[11]. Data 
pengukuran yang diperoleh juga umumnya tidak langsung 
dalam bentuk nilai masing-masing variabel keadaan, tetapi 
merupakan nilai kombinasi atau fungsi beberapa variabel 
keadaan. Untuk memperhitungkan kondisi ini, pengukuran 
dari sistem pada (3) diasumsikan secara abstrak sebagai suatu 
fungsi )),(( yptxg  yang memetakan variabel keadaan menjadi 
m  pengukuran .)( mty ℜ∈  Dalam hal ini, model pengukuran 
untuk sistem pada (3) untuk waktu 0≥t dapat dituliskan  
sebagai berikut [10], [11]. 

),,),(()( tptxgty y=  (4) 

dengan yyp ℜ∈  dan Ζ∈y  adalah parameter pada fungsi 
pengukuran.  

Data pengukuran pada (4) yang diperoleh dari sensor 
umumnya merupakan sinyal diskrit dalam jumlah terhingga 
serta tercampur sinyal gangguan acak. Jika yij menyatakan 
data pengukuran ke-j yang diperoleh pada waktu ti (i=1,...,T), 
maka yij dapat diasumsikan sebagai gabungan dari nilai 
pengukuran yang sebenarnya (yj(ti)) dan suatu proses acak 
tertentu (vij), sehingga model pengukuran dapat dituliskan 
sebagai (5) [10], [12]. 

,)( ijijij vtyy +=  (5) 

dengan ijv  diasumsikan memiliki distribusi Gaussian dengan 

nilai rata-rata nol dan varians 2
ij

σ . 

Persamaan (3) sampai (5) merupakan dasar untuk proses 
estimasi parameter model sistem dinamik berdasarkan data 
pengukuran variabel keadaan yang lengkap (m=n) ataupun 
parsial ).( nm <  Permasalahan estimasi model dapat 
didefinisikan sebagai proses estimasi nilai parameter 

k
yx pxppp =≡ ),,( 0  untuk Kk ,,1= di sistem pada (3) 

sampai (4) berdasarkan data pengukuran pada (5). 

III. ESTIMASI PARAMETER MODEL NONLINEAR 

A. Estimator Maximum Likelihood (ML) 
Salah satu metode estimasi parameter model sistem 

dinamik  berdasarkan data pengukuran yang tercampur sinyal 
gangguan acak adalah dengan menggunakan estimator ML. 
Untuk sistem dengan model dinamik seperti pada (3) dan (4) 
serta pengukuran pada (5), estimator ML menentukan 
parameter optimal p* sebagai nilai p yang memaksimalkan 
kecenderungan (likelihood) diperolehnya data pengukuran y 
tersebut. Secara matematis, p* merupakan  nilai p yang 
memaksimalkan fungsi likelihood )|( pyL  terhadap data 
pengukuran yang ditinjau [2], [5], [7], [10]-[12].  

Jika sinyal acak pada (5) memenuhi distribusi Gaussian 
dengan nilai rata-rata nol dan varians 2

ij
σ , maka fungsi 

likelihood )|( pyL  dapat dituliskan sebagai berikut. 

( ) ( )[ ] .),,(
2

1exp
2

1 2

1 1 











−
−
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= =

pptxgypyL ijij
ij

T

i

m

j ij σπσ
 (6) 

Dari sudut pandang efisiensi komputasi, maksimalisasi 
fungsi )|( pyL  di (6) lebih mudah dilakukan dengan 
minimalisasi nilai negatif logaritma )|( pyL  berikut [2], [5], 
[7], [10]-[12]. 
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(7) 

dengan )( pRij  merupakan fungsi residu sebagai berikut. 

( )[ ].),,()( 1 pptxgypR ijijijij −= −σ  (8) 

Karena komponen )2log( πσ ij  pada (7) tidak bergantung 
pada nilai p, dapat disimpulkan bahwa nilai parameter optimal 
p* pada estimator ML memenuhi (9) [2], [5], [7], [10]-[12]. 
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Persamaan (9) mengindikasikan bahwa parameter optimal 
pada estimator ML adalah nilai yang meminimalkan jumlah 
kuadrat kesalahan (sum of squared errors) antara data 
pengukuran sinyal keluaran aktual dan data pengukuran sinyal 
keluaran yang dihasilkan oleh nilai parameter yang diestimasi. 

B. Pengoptimalan Berbasis Turunan dan Analisis Sensitivitas 
Salah satu metode komputasi nilai p* pada (9) adalah 

dengan teknik pengoptimalan berbasis gradien. Pada teknik 
pengoptimalan ini, nilai solusi optimal di setiap iterasi 
diperbarui berdasarkan nilai gradien suatu fungsi residu Rij(p). 
Lebih spesifik, kandidat nilai solusi optimal ditentukan 
sebagai nilai parameter yang menghasilkan perubahan gradien 
fungsi residu terkecil atau kurang dari kriteria nilai toleransi 
kesalahan yang ditentukan sejak awal pada algoritme 
pengoptimalan [6]-[7], [11]-[13]. 

Pada implementasi algoritme pengoptimalan, perhitungan 
nilai gradien fungsi residu dapat dilakukan dengan 
menggunakan berbagai perangkat lunak komputasi, misalnya 
MATLAB [14]. Secara khusus, nilai gradien Rij(p) terhadap p 
untuk data pengukuran pada waktu τ=t  ditentukan sebagai 
berikut [5], [7], [11]-[13]. 
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  (10) 

dengan mj ,,1= dan .,,1 Kk = Komponen )( ij dxdg  dan 

)( kj dpdg  pada (8) merupakan matriks Jacobian nmg
xJ ×ℜ∈  

dan Kmg
pJ ×ℜ∈  dari fungsi ),( pxg  terhadap vektor variabel 

keadaan x  dan parameter p berikut. 
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Sementara itu, )( ki dpdx dalam (10) adalah komponen dari 
matriks sensitivitas ),( kiS  sebagai berikut.  
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Matriks Jacobian pada (11) dapat dihitung menggunakan 
komputasi simbolik (misalnya pada MATLAB) karena fungsi 

),,( tpxg y pada (4) telah ditentukan/diketahui sejak awal. Di 
sisi lain, matriks sensitivitas pada (12) umumnya hanya dapat 
ditentukan dengan aproksimasi numerik. Dalam hal ini, 
aproksimasi dilakukan dengan terlebih dahulu 
mengintegralkan (3) secara numerik dan hasilnya kemudian 
digunakan untuk menghitung nilai matriks sensitivitas (12). 
Kelemahan teknik aproksimasi numerik ini adalah 
kemungkinan timbulnya permasalahan akumulasi kesalahan 
numerik serta beban komputasi yang pengaruhnya akan 
menjadi sangat signifikan ketika digunakan pada model 
dengan banyak parameter. Untuk mengatasi permasalahan ini, 
matriks sensitivitas dapat ditentukan dengan lebih efisien 
menggunakan persamaan diferensial berikut [2], [5], [7], [11]-
[13]. 
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dengan nilai awal ).0)(()0( ki
x
p dpdxS =  Komponen matriks 

))(( ii xf ∂⋅∂ dan ))(( ki pf ∂⋅∂ dapat ditentukan secara analitik 
berdasarkan fungsi eksplisit )(⋅if  yang ditinjau. Dalam hal ini, 
matriks sensitivitas dapat ditentukan dengan mengintegralkan 
(3) dan (12) secara paralel terhadap variabel waktu sehingga 
beban komputasi tidak dipengaruhi oleh jumlah parameter 
pada model yang ditinjau. 

C. Algoritme Estimasi Parameter Model 
Metode estimasi parameter dengan pengoptimalan berbasis 

gradien dan analisis sensitivitas yang diusulkan diringkaskan 
pada Algoritme I. Pada Algoritme I, proses estimasi dimulai 
dengan penentuan nilai awal parameter 0p  dan nilai batas ε  
sebagai kriteria konvergensi untuk terminasi proses 
pengoptimalan. Berdasarkan nilai parameter terkini, solusi (3) 
dan (13) dihitung secara numerik dan kemudian digunakan 
untuk menentukan nilai residu (8) dan turunan (10). 
Pengoptimalan kemudian dapat dilakukan untuk menentukan 
nilai parameter optimal (9). Pengoptimalan ini dilakukan 
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secara iteratif sampai kriteria konvergensi ε  terpenuhi. 
Dalam hal ini, nilai estimasi optimal didefinisikan sebagai 
nilai parameter dengan batas kesalahan yang memenuhi .ε  

Algoritme I [7]-[8], [11]-[12] 
Estimasi parameter optimal pada (9) 

Masukan: Model sistem (3) dan (5), nilai parameter awal 0p  
dan nilai batas ε  untuk kriteria konvergensi 
pengoptimalan  

Keluaran: Estimasi parameter optimal *p  

1. Dengan menggunakan nilai p  dari iterasi sebelumnya, 
tentukan nilai integral dari persamaan (3) dan (13) secara 
numerik. 

2. Tentukan nilai residu (8) dan turunan (10). 
3. Tentukan parameter optimal (9) dengan pengoptimalan 

berbasis gradien (misalnya fungsi “lsqnonlin” pada 
MATLAB). 

4. Perbaharui nilai estimasi parameter p  dan kembali ke 
langkah 1. Lakukan iterasi 1-4 hingga kriteria konvergensi 
pengoptimalan ε

 
tercapai. 

IV. SIMULASI NUMERIK 
Implementasi metode estimasi parameter dengan estimator 

ML yang diusulkan pada makalah ini diilustrasikan pada 
proses penentuan model dinamik untuk interaksi suatu sistem 
mikroorganisme yang dibiakkan di dalam chemostat, seperti 
ditunjukkan pada Gbr. 1. 

 
Gbr. 1 Skematika sistem chemostat. 

A. Deskripsi dan Model Chemostat 
Chemostat merupakan suatu instrumen laboratorium yang 

dapat digunakan untuk membiakkan dan mengamati dinamika 
perkembangan bakteri atau mikroorganisme ketika diberi 
bahan makanan atau asupan nutrisi terbatas. Sebagaimana 
ditunjukkan pada Gbr. 1, suatu chemostat umumnya memiliki 
tiga komponen utama sebagai berikut [15]-[16]. 
1. Bejana pemasok (feed vessel), yaitu bejana berisi larutan 

yang mengandung nutrisi yang dibutuhkan oleh 
mikroorganisme yang dibiakkan untuk berkembang. 
Salah satu dari nutrisi ini dapat diatur berjumlah terbatas 
(disebut nutrisi pembatas/kontrol) untuk melihat 
pengaruhnya pada perkembangan mikroorganisme yang 
dibiakkan. 

2. Bejana pembiakan (media vessel), yaitu bejana berisi 
larutan nutrisi tempat pembiakan mikroorganisme. 

3. Bejana penampungan (collection vessel), yaitu bejana 
penampung pembuangan dari bejana pembiakan. Larutan 
pada bejana ini mengandung organisme yang jumlahnya 
dapat diukur dan kemudian digunakan untuk 
mengestimasi jumlah mikroorganisme pada bejana 
pembiakan. 

Selain tiga bejana utama tersebut, chemostat juga 
dilengkapi dengan beberapa instrumen seperti lampu, pipa 
saluran udara steril, serta pengaduk untuk mengatur kondisi 
lingkungan pendukung perkembangan organisme pada bejana 
pembiakan.  

Salah satu contoh penggunaan chemostat adalah untuk 
pemodelan interaksi mikroorganisme pemangsa dan mangsa 
(predator & prey) antara alga hijau chlorella dan zooplankton 
brachionus. Chlorella merupakan alga hijau bersel tunggal 
yang berkembang biak melalui proses fotosintesis dengan 
bantuan 2CO , air, cahaya, dan nutrisi. Brachionus merupakan 
zooplankton air tawar yang pertumbuhannya bergantung pada 
konsumsi alga hijau seperti chlorella. Pembiakan chlorella 
dan brachinous secara bersamaan pada chemostat dengan 
demikian dapat memicu interaksi jenis pemangsa (brachionus) 
dan mangsa (chlorella). Lebih jauh, pertumbuhan chlorella 
dapat dibatasi dengan mengontrol asupan nutrisi tertentu pada 
bejana pemasok, sedangkan pertumbuhan brachionus dibatasi 
oleh jumlah chlorella yang tersedia untuk dikonsumsi.  

Makalah ini meninjau model dinamik untuk interaksi antara 
chlorella dan brachionus pada chemostat sebagai berikut [15]. 

( ) ( )CNfNNtN Cin  )( −−= δ  (14a) 

( ) CBCfCNftC  )( )( 21 δρ −−=  (14b) 

( ) RmRCftR )( )( 2 λδ ++−=  (14c) 

( ) RmRCftB )( )( 2 +−= δ  (14d) 

Pada (14), Nin adalah konsentrasi asupan nitrogen N yang 
dialirkan dari bejana pemasok secara konstan, δ  adalah laju 
aliran larutan yang keluar dari bejana pembiakan, sementara 
masing-masing m dan λ  adalah laju mortalitas brachionus 
akibat kematian mendadak dan penuaan. Variabel C  
menyatakan konsentrasi chlorella sedangkan R dan B  
masing-masing menyatakan konsentrasi brachionus yang 
dapat dan tidak dapat bereproduksi. Fungsi f1(N) dan f2(C) 
merupakan fungsi logistik sebagai berikut. 

,)(1 NK
NbNf

C

C

+
=    .)(2 CK

CbCf
B

B

+
=  (15) 

Dengan mendefinisikan ] ; ; ;[ 4321 xxxxx =  dengan ,1 Nx =
,2 Cx = ,3 Rx = dan Bx =4 sebagai vektor variabel keadaan 

dan ] ; ; ; ; ; ; ; ;[ 987654321 pppppppppp x =  dengan ,1 δ=p

,2 inNp = ,3 Bbp = ,4 Cbp = ,5 BKp = ,6 CKp = ,7 mp =
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,8 λ=p ρ=9p sebagai vektor parameter sistem, maka model 
pada (14) dan (15) dapat ditulis dalam bentuk model (3) 
sebagai berikut. 
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dengan kondisi awal )].0( );0( );0( );0([)0( 43210 xxxxxx ≡=  

B. Estimasi Parameter Model dengan Data Hasil Simulasi 
Untuk mengilustrasikan metode estimasi parameter yang 

diusulkan di makalah ini, model (14)-(16) disimulasikan pada 
MATLAB untuk memperoleh data yang diasumsikan sebagai 
hasil pengukuran dari chemostat [14]. Pada simulasi ini 
diasumsikan hanya ada satu kloning di keseluruhan populasi 
chlorella. Data pengukuran hasil simulasi tersebut kemudian 
digunakan oleh estimator ML untuk estimasi parameter model. 

Model (14) disimulasikan pada MATLAB dengan kondisi 
awal ]1,0;1,0;45;80[0 =x dan nilai parameter pada Tabel I. 
Data pengukuran dari chemostat diasumsikan hanya tiga, yaitu 
konsentrasi nitrogen di dalam bejana pembiakan dan total 
jumlah sel chlorella dan brachionus. Dalam hal ini, model 
pengukuran (4) untuk sistem ini memenuhi persamaan berikut. 
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Gbr. 2 Data pengukuran hasil simulasi. 

Data pengukuran dari simulasi kemudian ditambah dengan 
sinyal acak yang memenuhi distribusi Gaussian dengan nilai 
rata-rata nol dan varians 0,1. Estimator ML disimulasikan 

pada enam puluh data yang diasumsikan sebagai sampel 
pengukuran harian selama enam puluh hari. Selain itu, 
diasumsikan pula bahwa parameter 1p  dan 2p  diketahui 
nilainya berdasarkan konfigurasi awal pengoperasian 
chemostat. Dengan demikian, estimator ML hanya digunakan 
untuk mengestimasi nilai tujuh parameter tersisa yang tidak 
diketahui. 

TABEL I 
NILAI PARAMETER UNTUK SIMULASI MODEL (16) 

δ  inN  Bb  Cb  BK  CK  m  λ  ρ  
0,04 80 2,25 3,3 15 4,3 0,055 0,4 0,25 

TABEL II 
NILAI PARAMETER AWAL DAN OPTIMAL DALAM ESTIMASI 

 Bb  Cb  BK  CK  m  λ  ρ  

p0
 4,08 7,31 41,52 5,25 0,07 0,49 0,62 

p* 2,116 3,29 13,74 4,849 0,056 0,41 0,252 

 
Gbr. 3 Perbandingan model yang diidentifikasi estimator ML dengan data 

pengukuran serta batas confidence interval. 

Gbr. 2 menunjukkan data pengukuran yang diperoleh dari 
hasil simulasi. Pada gambar ini, solusi model (16) ditunjukkan 
oleh kurva dengan garis terputus, sedangkan sampel data 
pengukuran yang tercampur sinyal gangguan acak ditunjukkan 
sebagai lingkaran kecil. Data pengukuran diskrit yang 
tercampur sinyal gangguan acak ini kemudian dianalisis 
menggunakan estimator ML. 

Algoritme I diimplementasikan pada model (16)-(17) dan 
data pengukuran di Gbr. 2 untuk mengestimasi nilai parameter 

3p  hingga .9p  Nilai awal parameter p0 pada simulasi 
ditunjukkan di Tabel II yang diperoleh melalui penambahan 
sinyal acak pada nilai p di Tabel I. Nilai parameter optimal p* 
hasil estimasi Algoritme I juga ditunjukkan pada Tabel II. 
Prediksi rentang ketidakpastian pada respons model yang 
diestimasi akibat ketidakpastian nilai parameter optimal yang 
dihasilkan menggunakan estimator ML digambarkan sebagai 
sabuk kurva abu-abu di Gbr. 3. Kurva rentang ketidakpastian 
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ini ditentukan berdasarkan propagasi nilai error berikut [11]-
[13]. 

( ) ( ) ,)()()( Tx
p

x
p tStStyCov Ψ≡  (18) 

dengan )(tS x
p  adalah matriks sensitivitas pada (12) dan 

12 −Γ=Ψ  merupakan suatu parameter yang berkaitan dengan 
Fisher Information Matrix (FIM) Γ berikut. 

.2
kij pR ∂∂=Γ  (19) 

Perlu diperhatikan bahwa FIM 12 −Γ=Ψ  pada (18) 
merupakan salah satu ukuran jumlah informasi terkait p  yang 
terkandung dalam data pengukuran y(t). Grafik pada Gbr. 3 ini 
juga menunjukkan batas 95% confidence interval (CI(95%)) 
hasil estimasi parameter pada setiap data yang digunakan. 
Nilai interval ini ditentukan sebagai berikut [11]-[13]. 

.)(95,1CI(95%) * Ψ±= diagp  (20) 

Terlihat pada Gbr. 3 bahwa respons dari model dengan 
parameter optimal yang diperoleh oleh estimator ML dapat 
menggambarkan dinamika sistem sebagaimana ditunjukkan 
oleh data pengukuran aktual dari sistem. Hasil simulasi ini 
menunjukkan bahwa estimator ML yang diusulkan merupakan 
salah satu metode yang efektif untuk mengestimasi parameter 
model sistem dinamik berdasarkan data observasi yang 
tercampur dengan sinyal gangguan acak. 

V. KESIMPULAN 
Makalah ini telah memaparkan metode dan implementasi 

estimator ML dalam proses estimasi nilai parameter optimal 
pada model sistem nonlinear berbentuk persamaan ruang 
keadaan waktu diskrit. Secara spesifik, parameter optimal 
didefinisikan sebagai nilai yang meminimalkan selisih antara 
data keluaran aktual dari sistem dan data keluaran model 
ketika menggunakan nilai parameter optimal yang diestimasi. 
Teknik pengoptimalan berbasis gradien yang dikombinasikan 
dengan teknik analisis sensitivitas diusulkan sebagai metode 
komputasi untuk penentuan nilai parameter optimal 
berdasarkan data pengukuran dari sistem yang telah tercampur 
dengan sinyal gangguan acak. Hasil simulasi numerik yang 
mengimplementasikan estimator ML yang diusulkan untuk 

penentuan parameter optimal pada model chemostat 
mengilustrasikan potensi metode yang diajukan.  
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